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多種類特徴統合による動作認識手法の提案
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あらまし 映像中の動作を認識することは，様々なアプリケーションに応用することが可能で，非常に意義のあること

である．動作認識は多くの分野で扱われてきた研究だが，Youtube動画のような制限のない環境における認識を行っ

た研究は少ない．そこで本研究ではMultiple Kernel Learning(MKL)に基づく特徴統合による動作認識フレームワー

クを提案しWeb動画における動作認識を行った．統合に利用した特徴は時空間特徴，視覚特徴，動き特徴である．時

空間特徴は，点の周辺パターンとその点の微少時間の動きを特徴化したものを利用した．実験にはKTHデータセット

と，二種類の Youtubeデータセットの計 3種類のデータセットにおける分類を行った．結果として KTHデータセッ

トで最新手法に匹敵する分類率の 94.0%，Youtubeデータで最新手法を大幅に上回る分類率である 80.4%という結果

が得られた．
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Abstract Recognizing action in video is very useful, because it can be applied to many kinds of applications.

Action recognition is being studied in many researches, but most research has focused on videos taken in controlled

environment. In this paper, we propose action recognition method by combining features based on Multiple Kernel

Learning(MKL), and we recognize action in web video shots. We combine visual, motion and spatio-temporal fea-

tures. As spatio-temporal feature, we utilize features which consists point and its local tracking. In experiment, we

evaluate our method using KTH dataset, and Youtube dataset. As a result, we obtain 94.0% as a classification rate

for in KTH dataset which is almost equivalent to state-of-art, and 80.4% for Youtube dataset which ourperforms

state-of-the-art much.
Key words spatio-temporal feature, action recognition, KTH, Youtube data, combining featrues, MKL

1. ま え が き

近年Web上の動画の数は爆発的に増えてきている．しかし
一方でユーザが見たいシーンを探すことが非常に困難な問題と
なってしまう．現状の動画検索システムはタグなどによるテキ
ストベーストな手法が用いられているが，これはユーザの主観
によってつけられるもので，タグのみで動画を特定することは
非常に難しい．そのため動画の内容を解析するコンテントベー
ストな検索手法が今後求められてくると考えられる．
それを行うために動画のなかで行われている動作を解析する

ことは極めて意義のあることである．さらに動作を認識するこ
とは動画検索だけではなく，サーベイランス，動画インデキシ
ング，動画要約など様々なアプリケーションに応用することが

可能である．
現在の動作認識の研究の多くは，「カメラは固定」，「動作を行

う人は一人のみ」のような制限のある環境で行われているが，
実際の動作はそのような単純なものではない．当然，カメラが
固定ではなく，カメラの動きであるカメラモーションが存在す
る状況下での動画も現実には多数存在し，同一映像中で同時に
複数の異なる動作が行われることもある．更に，同一の動作で
あっても，撮影される角度によってその特徴は異なったものに
なる場合もある．
そこで本研究では多種類特徴統合による動作認識フレーム

ワークを提案する．特徴統合には時空間特徴，視覚特徴，動き
特徴の三種類の特徴を利用した
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1. 1 関 連 研 究
近年，動画の解析のために時空間特徴が注目を集めている．

時空間特徴とは，動画から抽出される特徴の一つで，動き情報
と視覚情報を同時に表現することが可能な特徴である．
まず時空間特徴の抽出の考え方として，画像認識の三次元拡

張の手法が挙げられる．Kobayashiらは自己相関特徴を三次元
に拡張し，サーベイランスの分野に特化した cubic higher-order

local auto-correlation(CHLAC) を提案した [1]．また Laptev

らはハリス点検出を三次元に拡張した検出手法を提案してい
る [2]．
次に主要な手法として，cuboidと呼ばれる立方体を抽出し，

それを特徴化する手法がある．Dollar らは空間軸にガウシア
ンフィルター，時間軸にガボールフィルタを適応することでこ
の cuboidを抽出する手法を提案した [3]．また cuboid の記述
子として，Laptev や Dollar らは Histgram of Orient Gradi-

ent(HoG) や Histgram of Orient Flow(HoF) で表現すること
を提案している．一方で Kläser らは，記述子として三次元的
な HoGを利用することを提案している [4]．
しかしこのような cuboid主体の手法は計算コストが高くな

る傾向があり，本論文で行うような大量データを扱うのに向い
ていない．更に cuboidのサイズを求めることは非常に困難な
問題である．そこで本研究では，特徴的な点と，その点の微少
時間の動きを特徴化する新たな時空間特徴を提案する．この特
徴は計算時間が少なく，かつ正確な分類が期待できる．

Web動画に対する動作認識を行った研究は少ない．Cinbisら
はWeb上から動作を自動学習する手法を提案し，Youtubeデー
タを動作認識に利用している [5]．この研究では，まず query

wordをもとにして画像を収集し，その画像から特徴を抽出す
ることで動作モデルを構築し，実際の映像において認識を行っ
ている．しかしこの手法の学習データはWeb上から収集され
た静止画像であり 、動作の記述も全て動画像ではなく静止画像
ベースで行われている．本研究では画像の視覚特徴のみではな
く，動き特徴も考慮して動作を分類することを考える．
最も本研究の手法と類似している手法として，Liu らの研

究が挙げられる [6]．この手法は特徴量として [3] で提案され
た時空間特徴を，視覚特徴として SIFT 記述子 [7] を利用し，
Adaboostに基づき統合する手法を提案している．またこの研
究では，Page Rankに基づく重要な特徴の選択を行っている．
本研究では，動作を認識するために新たな時空間特徴を提案し，
利用するが，この手法では既存の特徴をどのように扱うかに重
点が置かれている．

2. 提 案 手 法

2. 1 時空間特徴抽出
本研究では，Web動画分類に適した新しい時空間特徴抽出手

法を提案する．提案する手法は [8]を拡張したものである．[8]を
含め，多くの動作認識の研究は，カメラモーションに対する対
応がない．しかしWeb動画を分類するためには「カメラモー
ション」をどのように扱うかは非常に重要な問題となってくる．
そこで本研究では，特徴を抽出する前にカメラモーションの検
出を行う．
また既存の抽出手法は計算コストが高く，本研究のような大

量のデータから抽出することに向いていない．本研究では，そ
の問題を解決するために，点の周辺パターンと，その点の動き
で動画を特徴化する手法を提案する．この手法は既存手法に比
べ計算コストが低く，大量のデータから特徴を抽出することが
可能である．

図 1 カメラモーション検出例 (左), カメラモーションが検出されない
例 (右)

図 2 視覚特徴抽出の様子

手順 1に提案する特徴抽出手法の流れを示す．

手順 1 時空間特徴抽出手法の流れ
step1 : カメラモーション検出
step2 : 時空間特徴における視覚特徴抽出

.step2-1 : SURF 抽出

.step2-2 : 時空間特徴点の決定

.step2-3 : Delaunay 三角分割
step3 : 時空間特徴における動き特徴抽出

.step3-1 : Lucas-Kanade 法による動き抽出

.step3-2 : SURF の diminant rotation による方向の正規化
step4 : 視覚特徴ベクトルと動き特徴ベクトルの結合

本手法は大きく 4 つに分けることが出来る．まず，カメラ
モーション検出部 (step 1)，二つ目に視覚特徴抽出部 (step 2)，
三つ目が動き特徴抽出部 (step 3) ，最後に特徴統合部 (step 4)

である．以下ではそれぞれのステップ毎に詳しく述べていく．
(Step 1)カメラモーション検出部 動画は撮影者の意図に

よって，ズームやパンなどのカメラモーションを含むことがあ
る．しかしWeb動画においてのカメラモーションは手振れな
どの，撮影者の意図しないカメラモーションが多く含まれてい
る．またWeb動画は解像度が低い．これらのことから収集し
た動画の正確なカメラモーションを求めることは非常に難しい
問題である．

Liu らの手法ではカメラモーションを検出した場合そのフ
レームを破棄することで対応をしている [6]．本研究でも，これ
を参考にし，カメラモーションを検出した場合，その特徴を破
棄する．しかしカメラモーションを全て破棄していては，「動画
全てにカメラモーションを含んでいるような動画から特徴が抽
出されない」，「カメラモーション中に存在する重要な特徴を抽
出できない」，などの問題点もある．
検出手法として，図 1のようにグリッド上に Lucas-Kanade

アルゴリズムに基づいて，動き情報を計算する．その中で動き
のあった領域が一定以上だった場合カメラモーションの検出と
する．

(Step 2)時空間特徴における視覚特徴抽出部 図 2は視覚
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図 3 全体の動き特徴抽出概要 (左)，
局所追跡の概要 (右)

図 4 オプティカルフローの回転

特徴の抽出の様子を示している．各ステップ毎に見ていくと，
(1)フレーム画像から SURFを抽出する．本研究では動画とし
ての特徴を抽出したいので，動きがない点は時空間特徴とし
て適していない．(2)よってそれぞれの特徴点の動きを計算し，
動きがなかった点を削除する (時空間特徴の決定)．(3)最後に
残った点について Delaunay三角分割を行う．この時空間特徴
を三角分割することは本手法独自のものである．これを行うこ
とで，その点のみではなく隣接する特徴も考慮した特徴を構築
することが可能となる．
視覚特徴には三角形の頂点を構成する三点の SURF 記述子

を使用する．それぞれの三角形の頂点の点を SURF 記述子の
スケール毎に整列させる．ただし同一スケールの特徴が存在し
た場合は，x座標の最も小さい特徴点から見て右周りに特徴を
配置する．SURFの次元数は 64次元なので，結果として視覚
特徴は 64 × 3 = 192次元で表現される．

(Step 3)時空間特徴における動き特徴抽出部 動き情報と
して，本手法では三角形の頂点を構成する，それぞれの点の動
きと，三角形の面積の変動を特徴化する．点の動きは視覚特徴
の時と同様で SURFのスケールによって整列させる．
図 3は動き特徴の抽出の概要を示している．まず図 3(左)が

時空間特徴点の決定の様子を示している．最初に SURF を抽
出したフレームから N フレーム先までのフレームをとり，以
降この区間から動き特徴を抽出する．次に，抽出された SURF

の点に対して，N/2フレームの動き情報を計算する．この動き
情報に基づいて時空間特徴は決定される (手順 1の step 2-2)．
次に動き特徴の抽出に関して説明する，図 3(右)がその様子

を示している．選択された Nフレームを，M分割する．そし
て分割したそれぞれの区間で Lucas-Kanade アルゴリズムに
よって，特徴点のオプティカルフローを計算する．ただし，イ
ンターバル区間 iの特徴点の座標 Li は，前の区間 i− 1で推定
された，動き情報によって求めれられる．この分割数 Mが N

の値に近いほど詳細な追跡が可能になり，逆に Mが 1に近く
なると簡略な動き特徴が抽出される．
各区間の動き情報は x+, x−, y+, y−, 及び動きなし，の 5 次

元で表現される．ただし x+ はオプティカルフローの x成分の
正の方向を，x− は x成分の負の方向を示している．実験にお
いて特徴を抽出する区間 N=5，分割数M=5 に設定しているの
で，それぞれの点における次元数は (M − 1)× 5で 20次元で，
三角形の面積変化は 5次元で表現される．よって動きの次元数
は 20 × 3 + 5 = 65次元となる．
ただしこのままの計算では動き特徴は回転に関して敏感な

特徴になってしまう．同じ「歩く」という動作においても，動
作の方向によって異なる特徴が抽出されてしまう．そこで本研
究では視覚特徴で得られる dominant rotationを利用し，オプ
ティカルフローを回転させる．特徴は三点で一組になっている
が，ここではそれぞれの dominant rotationを利用して，動き
情報の回転を行う．その様子を図 4に記載する．

図 5 動き特徴が有効な動作の例 (左)，視覚特徴が有効な動作の例 (右)

特徴点の座標を (x1，y1)，オプティカルフローが検出された
座標を (x2，y2)とした，SURFの dominant rotationを θ と
した場合，回転されたフローの座標 (x，y)は式 1で定義され
るものとなる．

[
x

y

]
=

[
cosθ −sinθ x2

sinθ cosθ y2

]


x1 − x2

y1 − y2

1


 (1)

最後に二つの特徴を単純に結合することによって時空間特徴
を構築する．

2. 2 特 徴 統 合
動作によって重要となってくる特徴は変わってくる．図 5(左)

ような “jogging”と “running”を視覚情報だけで判断すること
は難しいが，動き特徴を利用することで分類が可能となってく
る．逆に図 5(右)は boxingと clapping という二つの動作を示
しているが，これは動き特徴だけで判断しても，共に腕を左右
に振っているので特徴的に類似したものになってしまう．しか
し視覚特徴を用いることで，簡単に分類が出来る．
よって本研究では Multiple Kernel Learning(MKL) によっ

て特徴の重みを自動で推定する手法を利用することで，これら
のショットの分類を行った．統合には視覚，動き，時空間特徴
の 3種類の特徴を利用した．

2. 2. 1 Multiple Kernel Learning

本研究では動作認識を行うために Multiple Kernel Learn-

ing(MKL)を利用する．これは複数のサブカーネルを線形結合
することで，新たな最適なカーネルを求める手法で，統合カー
ネルは以下の式で求められる．

Kcombined(x,x′) =

K∑

j=1

βjkj(x,x′)

with βj >= 0,

K∑

j=1

βj = 1. (2)

各サブカーネルの重み βj の設定によって，統合された新た
なカーネルの出力は変化する．そのためこの最適な重みをどの
ように求めるかが問題となり，この問題はMKL問題と呼ばれ
ている [9]．このMKL問題は全ての βj の組合わせを実際に試
すことで解くことが出来る．しかし，特徴やカーネルの数が増
えるにつれ，βj の組合わせも爆発的に増えてしまう．実時間内
にこの問題を解決するために，近年MKL問題を凸面最適化問
題として解く手法が提案されている [10]．Sonnenburg らは単
一カーネルの SVM学習を反復することによって最適なカーネ
ルの重み βj を求める手法を提案している [10]．

2. 2. 2 特 徴 抽 出
以下では統合に利用する動き特徴，視覚特徴，及び特徴の表

現手法について述べる．
動き特徴 時空間特徴は，動き情報も内包しているが，それ

だけでは局所的な点の動きしか表現できない．よって本研究で
はフレーム全体から動き特徴を抽出する．この動き特徴は，全
体的な動きを表現出来るので，時空間特徴点の局所点の動き情
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図 6 抽出された動き特徴 図 7 視覚特徴の抽出

表 1 特徴表現手法

特徴 次元数 表現手法 コードブックサイズ
時空間特徴 257 BoSTF 5000

視覚特徴 24 BoK 5000

動き特徴 56 BoFr 3000

図 8 Our Youtube データセット

報とは，異なる識別能力が期待できる．
動き特徴として，本研究ではグリッド点におけるオプティカ

ルフローを利用する．それぞれの検出されたフローは，8方向，
7段階の大きさからなるヒストグラムに投票されていく．図 6

は実際に抽出された動き特徴を示している．
視覚特徴 視覚特徴には 6 方向，4 周期のガボール特徴を

使用する．ただし，フレーム画像を 20 × 20 の局所領域に分
け，それぞれの領域から特徴を抽出し，それぞれのパッチを
Bag-of-Keypoints表現で認識に利用する．
この二つの特徴を時空間特徴と統合することで動作認識を行

う．しかしフレーム一枚で認識しようとした場合，選ばれたフ
レームによって結果が大きく変わってしまうことがある．特に
動き特徴の場合この傾向が顕著に現れる．そして，最も重要な
キーフレームを選択することは非常に難しい問題である．よっ
て本研究では bag of frames表現を導入することで，この問題
を解決する．
特徴表現 表 1に特徴の表現手法についてまとめた．抽出さ

れた 257次元の時空間特徴は BoSTFで表現される．視覚特徴
は全てのフレームから抽出される，24 次元のパッチを bag of

keypoints(BoK)で表現する．時空間特徴，視覚特徴における
コードブックサイズは 5000に設定した．
動き特徴はフレーム毎に抽出される，57次元の特徴を用いて

bag of frames(BoFr)で表現する．これはフレームから抽出さ
れた動き特徴をベクトル量子化して，その特徴の出現頻度で動
画を表現する手法である．ただしこの時のコードブックサイズ
は 3000に設定した．
カメラモーションが検出された場合，時空間特徴と動き特徴

では特徴が破棄されるが，視覚特徴は抽出が行われる．ショッ
ト全体がカメラモーションを含んでいるショットでは，時空間
特徴や動き特徴が検出されない場合がある．この場合，時空間
特徴，動き特徴のベクトルは 0ベクトルで表される．

図 9 Wild Youtube データセット

表 2 KTH の分類結果

時空間特徴 (91.0%) MKL(94.0%)

3. 実 験

3. 1 データセット
動作認識には標準データセットである KTH データセット，

本研究で構築したOur Youtubeデータセット，Liuらが構築し
たWild Youtubeデータセットの三種類を使用した．

KTHデータセットには「カメラモーションを含まない」「動
作をしている人は一人だけ」など様々な制約が存在する．しか
しWeb動画のような実世界の映像はそのような制約は存在せ
ず，そのような制約のない動画を分類することはより難しい問
題となってくる．
そこで本研究では Youtube から収集したショットから独自

の Youtube データセットを構築した (図 8)．このデータセッ
トは “batting”, “running”, “walking”, “shoot”, “jumping”,

“eating”の動作から成り，カメラモーション，視点変化，背景
ノイズなどを含む，より制約の少ないデータセットとなって
いる．
次にWeb動画分類における他の手法と比較するために，Liu

らが構築した，データセット (図 9)における動作分類を試みた．
このデータセットは 11 の動作 (“basketball shooting”, “vol-

leyball spiking”, “trampoline jumping”, “soccer juggling”,

“horse riding”, “cycling”, “diving”, “swinging”, “golf swing-

ing”, “tennins swinging”, “walking with dog”) を含むデータ
セットで，Our Youtubeデータセットと同様に様々なノイズを
含む挑戦的なデータセットである．本論文ではこのデータセッ
トをWild Youtubeデータセットと呼ぶ．

4. 実 験 結 果

本論文では多種類特徴の統合による動作認識フレームワーク
について提案をした．ここでは 3つのデータセットを使用する
ことで，提案手法の有効性を実証する．

4. 1 KTHデータセット
KTHデータセットは動作認識の研究において最も広く利用

されているデータセットである．本研究でもこのデータセット
を使用して，5-fold cross validation で分類を行うことで特徴
統合の有用性を示し，最新手法との比較を行う．
表 2は時空間特徴とMKLの混合行列を示している．この結

果から “running”と “jogging”を区別することが難しいことが
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図 10 KTH データセットによる分類結果

図 11 KTH データセットの特徴毎の重み

図 12 KTH における最新手法との比較

分かる．図 10は KTHデータにおける動作ごとの分類率を示
している．特徴を統合しない場合，最も良かったものは時空間
特徴の 91.0%であったが，特徴を統合することで 94.0%まで精
度が向上した．
特徴統合の重みは図 11 に示されている．KTH データセッ

トは視覚的変化に乏しいので，視覚特徴に重みはほとんど割り
当てられていない．一方で動き特徴は “running”, “jogging”,

“waving” で重みの値が高くなっている．実際 “running” と
“jogging”を区別するためには動き特徴が重要であることを示
している．
図 12に最新手法との比較を示している．比較に用いた手法は

Liuらの研究 [6]，Linらの研究 [11], Gilbertらの研究 [12] の 3

つである．本提案手法が 94.0%, Liuらの手法で 91.8%, Linら
は 93.3%, Gilbertらは 94.5%の分類率であった．これらのこと
から，提案した分類手法は非常に有用であることが分かる．
動作ごとに見ていくと，全ての研究で “running” と “jog-

ging”を分類することは難しい問題であることが分かる．特に
“running”の分類においては分類率は極端に下ってしまってい
る研究が多い．本研究は “walking” の精度が他より特に高く，
他の動作においても，同精度の結果を残すことが出来ている．

4. 2 Youtubeデータセット
実際の映像は KTHの映像のように単純ではない．そこで本

論文では Youtube から集められたデータを利用して，より実
用的な映像における動作分類を行う．
本研究では 2種類の Youtubeデータセットで動作分類を行っ

た．一つ目が独自に構築した Our Youtube dataset．もう一つ
が Liuらが構築したWild Youtube datasetである．

a ) Our Youtube dataset

表 3は 5-fold cross validationで分類したときの時空間特徴と
MKLの混合行列を示している．時空間特徴のみでは “running”

と “walking”を混同してしまっているが，MKLで特徴を統合
することにより，比較的分類が出来るようになっている．
図 13は動作ごとの分類結果を示している．最も良かった視覚

特徴で 88.1%であったが，MKLで特徴を統合することで 94.5%

まで向上した．統合する際の特徴の重みは図 14に示されてい
るが，“batting”, “shoot”, “walking”などのその動作が発生す
る場面が限定される動作においては，視覚特徴の重みが比較的
高くなる傾向があった．

b ) Wild Youtube dataset

次にWild Youtube データセットにおいて動作分類を行い，
他手法との比較を行う．ただし分類は 5-fold corss validation

で行った．
表 4 に各特徴の混合行列を記載した．全体的に bas-

ket shootingの結果が良くない．これはこの動作が多くのカメ

表 3 Our Youtube データの分類結果

時空間特徴 (77.8%) MKL(94.5%)

図 13 Our Youtube データセットによる分類結果

図 14 Our Youtube データセットの特徴毎の重み

ラモーションを含んでいるためと考えられる．本手法ではカメ
ラモーションは除去してしまうので動画全てがカメラモーショ
ンの場合は特徴を抽出することが出来ないという問題がある．
このデータセットにおいても特徴を統合することにより，時

空間特徴のみでは 63.4%，視覚特徴で 69.2%の分類率であった
が，80.4%まで向上した．その際の重みは図 15 に示すように
なった．全体的に視覚特徴が大きな重みを得ていることがわか
る．特に basket shootはそのカメラモーションにより，動き特
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図 15 wild Youtube データセットの特徴毎の重み

図 16 wild Youtube データセットの他手法との比較

表 4 Wild Youtube データの分類結果

時空間特徴 (63.4%) MKL(80.4%)

徴による分類が困難になるため，視覚特徴に大きな重みがつけ
られている．
図 16は特徴ごとの結果と，他手法との比較を示している．こ

こでは Liuの手法 [6]との比較である．結果として本手法の分
類率が 80.4%であったのに対し，Liuらの手法は 71.1%と Liu

らの手法を大きく上回っている．これらのことからMKLによ
る特徴統合はWeb動画分類において有効であることが分かる．

5. お わ り に

本研究ではWeb動画分類のための時空間特徴抽出手法につ
いて提案し，その特徴を利用したWeb動画分類を行った．提
案した時空間特徴は視覚的な局所特徴と，その点の動きを特徴
化することで抽出を行った．また複数特徴を統合による動作認
識フレームワークについての提案も行った．統合する特徴には，
提案した時空間特徴，視覚特徴，動き特徴の 3種類を用いた．
動作認識の実験として，KTHデータセットの他に，二種類

の Youtube データセットを使用した．その結果 KTH データ
セットでは 94%，Youtubeデータセットで 80.4%と最新手法を
上回る精度であった．
時空間特徴の改良点として，現状ではカメラモーションを検

出した場合，その特徴を排除することで対応してきた．しかし，
それでは有用な特徴を抽出出来ない場合がある．よってカメラ
モーションをより精巧に取り扱うため，動き補正を入れること
でモーションを検出した場合も正しい特徴を抽出するシステム
を構築していく必要がある．
また提案手法では一つのショットから大量の特徴が抽出され

てしまっている．より良い分類を行うために，有用な特徴を選
択して抽出するようにしなければならない．

Youtubeのような動画には複数の人間が動作を行っている．
「歩いている人」の隣で「走っている人」がいるときもある．し
かし現在のシステムでは，このように同時に起こる，異なる動
作を検出することができない．このような動作を検出するため
に，人検出とトラッキングに基づく，抽出手法を構築していく
ことも，精度を向上させるために有効なことである．
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Large scale multiple kernel learning. Journal of Machine

Learning Research, Vol. 7, pp. 1531–1565, 2006.

[11] Z. Lin, Z. Jiang, and L. S.davis. Recognizaing action by

shape-motion prototype trees. In Proc.of IEEE Interna-

tional Conference on Computer Vision, pp. 444–451, 2009.

[12] A. Gilbert, J. Illingworth, and R. Bowden. Fast realistic

multi-action recognition using mined dense spatio-temporal

features. In Proc.of IEEE International Conference on

Computer Vision, pp. 925–931, 2009.

— 6 —


