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CNNを用いた複数品食事画像の領域分割とカロリー推定
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あらまし 食事認識によるカロリー推定は多くの場合，クラス分類のみを行い，標準カロリーを提示している。しか

し，食事のカテゴリだけでなく，食事の量もカロリーに大きく影響するため，この推定結果には不十分な側面がある。

そこで，本研究では Convolutional Neural Network(CNN)による領域分割結果を用いて，食事領域の面積の違いか

ら，食事量を考慮したカロリー推定を行った。
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1. は じ め に

近年，健康促進のために食事記録が行われるようになったが，
手動による食事の記録には手間がかかるため，食事記録を助け
るサービスが必要とされている。食事記録の手間を減らす方法
として，食事の前に撮影をした写真を用いて画像認識を行うこ
とで，自動的にカロリーを推定するものがある。ただし，この
手法の多くはクラス分類タスクに基づいており，食事のカテゴ
リのみを認識し，認識した食事の標準カロリーを提示している。
従って，提示されたカロリーには食事の量が反映されていない。
食事量は食事の種類と同様に，食事から摂取するカロリーに大
きく影響する。より正しい食事記録をつけるためには，食事の
カテゴリの認識だけでなく，食事量の推定が必要である。画像
認識における重要なタスクとして，クラス分類の他に，物体検
出タスク，領域分割タスクが知られている。クラス分類タスク
においては，物体のカテゴリのみを認識するが，物体検出タス
ク，領域分割タスクにおいては物体の位置を認識する必要があ
る。特に，領域分割タスクにおいては，ピクセル単位での認識
を行うので，画像における物体の占める面積を知ることができ
る。この物体の面積から，物体の大きさを推定することができ
るため，領域分割を食事画像の認識に応用することで食事量の
推定が可能である。
画像認識における物体検出タスク，領域分割タスクは画像認

識における重要なタスクである。物体検出とは，画像における
物体に対して位置を推定しバウンディングボックスを付与する
タスクであり，一般的なクラス分類と比べて難しいとされてい
る。領域分割は，画像における物体のオブジェクトに対してピ
クセル単位のラベリングを行うタスクであり，さらに発展的な
タスクであると考えることができる。物体検出，領域分割の精
度向上はコンピュータによる物体の位置の理解，形状の理解に
繋がり，様々な分野における研究の貢献に期待できる。
近年，Convolutional Neural Network（CNN）がクラス分

類タスクにおいて最も精度がよいとされ，注目されている。
2014 年に ImageNet Large Scale Visual Recognition Chal-

lenge(ILSVRC)のコンペティション，1000種類のクラス分類
タスクにおいて [1]が，これまでの手法に大差をつけて 1位と
なり，画像認識分野において広く知られるようになった。また，
CNNはクラス分類以外のタスクにおいても有効であることが
わかっている。特に，近年の領域分割の性能は CNNによって
大幅に向上し，20 ％以上の精度が改善された。しかし，これ
らの高精度な領域分割手法の多くはピクセル単位のアノテー
ションの情報を必要としている。ピクセル単位のアノテーショ
ンを画像に付与するのはかなりの労力が必要となりコストがか
かる。もし，ピクセル単位のアノテーションを必要としない領
域分割を実現することができれば，領域分割対象のカテゴリを
容易に増やすことができるようになるはずである。一方で，物
体検出タスクにおいてはピクセル単位のアノテーションの情報
を用いずに CNNの認識精度のみで性能を大幅に向上させてい
る。領域分割においてもピクセル単位のアノテーションを用い
ない弱教師有学習による精度が改善される可能性がある。
CNNは単純なクラス分類精度のよさのみでなく，階層的な

認識を行うという側面で，これまでの SURFや HOGといった
局所的な特徴量と異なっている。CNNは認識を行う際に一方向
に一層ずつ階層を進むが，階層を進む際に非線形処理により有
用な情報の取捨選択を行っている。この情報の取捨選択には粗
い位置情報が含まれており，これを分析することにより，CNN

が認識をする際に反応の強かった位置を推定することができる。
これは，Deconvolution や Back Propagation といった CNN

の認識結果を可視化する手法として用いられ，広く知られるよ
うになった。特に，Back Propagation [2]は領域分割に応用で
きることが知られている。[2]の手法は弱教師有学習による領域
分割が可能であるが，精度はあまり高くない。領域分割の精度
を向上させる手法として，[3]，[4]などの領域のプロポーザルを
用いる手法がある。そこで，本研究では Back Propagationと
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プロポーザルを組み合わせた弱教師有学習による画像の領域分
割を行った。

2. 関 連 研 究

本研究では CNN が階層的な認識を行っている点に着目し，
CNNが認識を行う際に用いている特徴量の粗い位置の情報か
ら，物体の領域分割を行う。CNNが認識を行う際に反応した位
置を可視化する方法として，逆畳み込みを行い，畳み込みから
元の値を復元する Deconvolution [5] が広く知られている。ま
た，CNNの認識結果の可視化の類似手法として，誤差逆伝搬
法，Back Propagation(BP)を応用したものがある。誤差逆伝
搬法は，CNNが階層的なパラメータの学習を行う際に一般的
に用いられている手法である。CNNは出力における認識結果
と真値との誤差を，各階層に伝搬することでそれぞれの階層に
おけるパラメータの最適化を行う。可視化の際には，この誤差
を最大に設定し，逆伝搬を行う。この誤差は出力の時点ではス
カラーであるが，各階層に伝搬するごとに次元が変化し，入力
と同じ次元になる。CNNはこの誤差を最小化するために，誤差
を伝搬させるはずである。よって，この画像レベルの伝搬値は
CNNの反応した箇所の値が大きくなると考えることができる。
Simonyanらはバックプロパゲーションにより得られた結果

をサリエンシーマップとし，伝搬値の値の大きい部分をグラブ
カットのポジティブ要素として渡すことで領域分割を行った [2]。
この手法による領域分割は，認識をしてから画像に映っている
物体のカテゴリを推測し，一度逆伝搬をするだけで容易に領域
分割を行うことが可能である。しかし，グラブカットに渡す領
域は固定値であるので，シーン画像のようなサリエンシーマッ
プに複数ピークのある画像では精度が下がってしまうという欠
点がある。
シーン画像の領域分割の精度をあげる手法としては領域候

補をプロポーザルする手法がある。CNNとプロポーザルを組
み合わせたものとしては，Rich feature Convolutional Neural

Network(RCNN) [3]，Simultaneous Detection and Segmen-

tation(SDS) [4] が代表的である。RCNN は SelectiveSerch [6]

によりバウンディングボックスの領域候補をプロポーザルし，
CPMCを用いて [7]それぞれの領域を分割し，CNNで認識を
行いピクセル単位のラベリングを行った。SDSは，MCG [8]に
より，領域分割された領域候補をプロポーザルし，それぞれの
領域を CNN で認識している。RCNN，SDS にはすでに分割
された領域を CNNで認識し，オブジェクトのクラスのラベリ
ングをするという共通点があり，これが以前の手法と比べて高
精度となった要因であった。しかし，これらの手法では，オブ
ジェクトの領域候補をプロポーザルする際に，CNNは用いら
れていないので，CNNの階層的な認識における情報が付与さ
れていない。CNNの階層的な認識による情報が領域分割にお
いて効果的であることは先行研究で明らかになっている。特に，
近年の領域分割は Fully Convolutional Netwark [9]の考え方に
基づいた研究が盛んにされている。[9]は通常の CNNのネット
ワークに Deconvolution層を加えることで高精度な領域分割を
実現している。

[4] [9]などの高精度な領域分割は完全教師有学習であるので，
ピクセル単位のアノテーション情報を必要としている。ピクセ
ル単位のアノテーション情報の付与は，オブジェクトのラベル
付け，バウンディングボックスの付与と比べて，非常に労力の
かかる作業である。大規模なデータセットを作るのは困難であ
り，ビッグデータを利用した研究などとも相性が悪いという欠

点がある。
CNNを用いた弱教師有学習による領域分割としては Pedro

らの研究 [10]がある。[10]は CNNの畳み込み層のユニットが
共通の情報を保持していることに着目し，少ない試行回数の
CNN の認識結果からヒートマップを作成し，位置推定を行っ
た。また，MCG [8]によるプロポーザルを用いて，領域の平滑
化を行い精度を改善した。[10]は Overfeat [11]を用いて，大き
めの画像を入力とし出力をマップ形式にしているため，CNN

の階層的な認識による位置情報とは異なる手法で物体の位置推
定を行っている。

3. 実験の概要

3. 1 領域分割の手順
以下の手順に従って，図 1のようにして領域分割を行った。
（ 1） Selective Serchにより 2000程度の領域をプロポーザ
ルする
（ 2） バウンディングボックスの重なり率からグルーピング
を行う
（ 3） 各領域においてバックプロパゲーションを行い，領域
グループで平均をとり，サリエンシーマップを得る
（ 4） サリエンシーマップを用いて各領域グループでグラブ
カットを行う
（ 5） 分割された領域を CNNで認識し，ラベリングを行う

図 1 提案手法の流れ

4. 領 域 分 割

誤差逆伝搬法を用いて，CNNの反応している位置を推定し，
領域分割を行った。
4. 1 バックプロパゲーション（誤差逆伝搬法）
CNNは学習を行う際に，真値との誤差を変化量として微分

を行い，最適なパラメータになるように調節をする。CNNは
階層構造になっているので，下の階層のパラメータを変化させ
るためには，誤差を伝搬させる必要がある。バックプロパゲー
ションはこの誤差の伝搬に用いられる手法である。図 2はCNN

の階層的なネットワークの図である。一般に，認識の際に入力
から出力へと向かう処理を forward，出力から入力へと向かう
逆伝搬の処理は backwardと呼ばれている。
4. 2 バックプロパゲーションによる位置推定
CNNの反応した位置の可視化の際には，誤差を最大に設定

し，逆伝搬を行う。バックプロパゲーションはスカラー値の誤
差を元に伝搬を行うが，この誤差の伝搬は各レイヤーにおいて
それぞれのレイヤーの入力の次元と同じになる。従って，畳み
込み層における伝搬では，誤差は位置情報を得ることになる。
この誤差を入力まで伝搬させることにより，誤差は画像と同じ
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図 2 CNN のネットワーク

図 3 (1)BP，(2)サリエンシーマップ (BP)，(3)GBP，(4)サリエン
シーマップ (GBP)

入力の次元（271*271*3）となる。そこで，この伝搬値を w，i，
jを画像中におけるピクセル，cをカラーチャンネルとし，

Mi，j = maxc|w(i，j，c)| (1)

とすることで，グレースケールに変換し，サリエンシーマップ
とした。伝搬値は CNNが学習を行う際にパラメータを変化さ
せたい部分の伝搬値を大きくしようとするはずであるので，こ
のサリエンシーマップは CNNの認識に影響を与えた位置を示
していると考えることができる。
また，バックプロパゲーションは非線形活性化関数である

ReLU(Rectifier Linear Unit) での伝搬を変更することで異な
る結果が得られることが知られている。Guided Back Propa-

gation(GBP) [12]は，正の伝搬値を強調することによって通常
のバックプロパゲーションとは異なる結果を得る手法である。
入力を x，伝搬値を dz，出力を yとすると，バックプロパゲー
ションにおける reluでの伝搬の式は

y = dz ∗ (x > 0) (2)

一方，GBPにおける reluでの伝搬の式は

y = dz ∗ (x > 0) ∗ (dz > 0) (3)

となる。GBP はバックプロパゲーションと比較して，反応し
た箇所がより強調される結果となる。しかし，疎な要素が多く
なり，エッジが強調される傾向にある。密な結果を返す BPと
疎な結果を返す GBPを組み合わせることで精度の改善が期待
できる。そこで，BPのみのサリエンシーマップによる領域分
割を行うケースと，BPと GBPのサリエンシーマップを足し
合わせたものの二つの場合における領域分割を試した。図 4は
BP，GBPそれぞれから得られるカラーマップとサリエンシー
マップの例である。
4. 3 グラブカット
サリエンシーマップを元に領域分割を行うために [2]と同様

に，GrabCut [13]を用いた．[2]などの従来の手法では，色情報
から得られる Gaussian Mixture Model(GMM)の値をさり園

しーマップの上位のピクセルを fix値 (GMMの最大値)で置き
換え，これを Graph cutの seedとしている。しかし，上位の
値を fix値で与えると，サリエンシーマップの情報量は減少して
しまう。サリエンシーマップによる情報を最大限に活用し，結
果に影響を与えることができればよりよい結果になりうる可能
性がある。そこで，今回は GMMの値を fix値に置き換える手
法だけでなく，サリエンシーマップを map値として GMMに
加えることで，精度の改善を試みた。また，GMMに加えるサ
リエンシーマップについては，いくつかの関数 (上に凸や下に
凸な関数など)による変換を試し結果の違いについて検証した。
グラブカットの確率モデルは，単項と共通項からなり，エネ

ルギー関数は以下のようになる。yi を画像におけるピクセル i

，y を全ての yi ピクセルにおけるベクトルとすると，エネル
ギー関数は，以下の式で書ける。

E(y) =
∑

Ui(yi) +
∑

Vi，j(yi，yj) (4)

サリエンシーマップをMi，サリエンシーマップに適用する関
数を F とすると，

δi =

{
max(GMM) (Mi > 0.95 ∗max(M))

GMMi (上記以外)
として以

下の式により，前景の確率場に対してサリエンシーマップの値
を与えた。
Uforei(fix) = δi

Uforei(map) = GMMi +max(GMM) ∗ F (Mi)

背景の確率場に対しては

δi =

{
max(GMM) (Mi < 0.10 ∗max(M))

GMMi (上記以外)
として以

下の式により，サリエンシーマップの値を与えた。
Ubacki(fix) = δi

Ubacki(map) = GMMi +max(GMM) ∗ F (1−Mi)

4. 4 領域候補のラベリング
グラブカットによる結果は，二値分類であるので，得られる

領域には前景と背景のラベルの情報のみが付与されている。し
かし，領域分割においては，各カテゴリの情報を付与する必要
がある。そこで，本研究では，グラブカットにより得られた領
域を再度 CNNで認識することによって各領域にラベル付けを
行った。グラブカットにより得られた領域を region，この領域
を CNN で認識することで得られる特徴を CNNregion，前景
の領域に接する直線による最小のバウンディングボックスによ
る領域を box，この領域を CNNで認識することで得られる特
徴を CNNbox とする。

F = CNNbox + CNNregion (5)

分割された領域とバウンディングボックスから得られる CNN

の値を足し合わせてこれをラベリングの基準値とした。
4. 5 CNNの学習
CNN の学習は，Image net のカテゴリ 1000 種類と Image

netにおける food系列のカテゴリ 1000種類の計 2000種類の
画像を用いて pre-traingした。そして，pre-traingしたモデル
について，食事画像 100カテゴリ (各約 100枚)+非食事画像 1

カテゴリ (約 2万枚)，計 101カテゴリからなるUECFOOD101

食事画像データセットを用いて fine-tuning を行った。また，
caffe ツールを用いて，一般的な alex net [1] と同様のネット
ワークによる学習を行った。

5. 領域候補のプロポーザルと統合

グラブカットは強力な領域分割の手法であるが，シーン画像
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についてはあまり有効ではない。サリエンシーマップのピーク
が複数のオブジェクトにまたがって検出されると，オブジェク
トが繋がって領域分割されてしまう。そこで，このグラブカッ
トの結果を改善するために，本研究では，セレクティブサー
チ [6]を用いた。セレクティブサーチは，画像から約 2000のオ
ブジェクトの領域候補を提案する。領域を制限し，領域分割を
行うことで，複数のオブジェクトについてサリエンシーマップ
のピークが出てくる可能性を抑えることが期待できる。最終的
には，2000の領域候補から，約 25ほどの領域に絞り，これを
統合した。
5. 1 Selective Serchによる領域候補のプロポーザル
領域候補の提案には RCNNと同じ Selective Search [6]を用

いた。一枚の画像から約 2000のバウンディングボックス候補を
プロポーザルし全ての領域候補についてバックプロパゲーショ
ンを行った。
5. 2 領域候補のグルーピング
Non Maximum Suppression(NMS)を応用し，バウンディン

グボックスのグルーピングを行った。バウンディングボックス
の面積の大きさを基準値として，このバウンディングボックス
のオーバーラップ率を NMS と同様のアルゴリズムで計算し，
バウンディングボックスを複数のグループに分割した。
5. 3 領域候補の統合
グラブカットにより得られた領域にバウンディングボックス

を付与する。それぞれについて，領域とバウンディングボック
スを CNNで認識し，ラベリングを行う。また，得られた CNN

の値に基づき，バウンディングボックスの領域について NMS

を適用し，領域の統合を行った。

6. 領域分割を用いた食事量の推定

領域分割の結果は，画像における物体の大きさの情報を含ん
でいる。食事画像の領域分割の結果から食事の領域の面積から
食事の量を推定する。
6. 1 面積比による食事量の推定
領域分割結果における物体の面積は相対的なものであるが，

物体間の面積の比率は不変であり，実際の食事量を反映したも
のになる。そこで，本研究では，領域分割の結果の面積比から
複数食事画像の食事の量を推定した。
6. 2 基準物体の決定
領域分割の結果の面積の比率から食事量の推定を行うが，面

積の比率から実際の食事の量を計算するためには，基準となる
値が必要となる。そこで，本研究では，食事の量に変化が少な
いことで知られている味噌汁などの食事の量は一定であると考
え，この食事の面積を基準として，食事量の推定を行った。各
食事のカテゴリについて基準の物体となる優先順位を決定して
おき，この優先順位にもとづき基準物体を決定した。
6. 3 凸包による領域分割結果の改善
領域分割の結果は中心部が空洞になってしまう場合や，器の

一部がかけてしまうことがあった。中には領域の面積に大きな
影響を与える結果もあった。こういった分割に失敗した領域は
複雑な形状をとるのに対して，実際の食事領域は食器の形に影
響を受けるので，円や楕円などの単調な形である場合が多い。
そこで，凸包による食事領域の改善を行い，カロリー推定を
行った。

7. 実 験 結 果

100種類の食事カテゴリからなる食事画像データセットUEC-

FOOD101（特に複数品を含んでいる食事画像）と 20 種類の
一般画像カテゴリからなる PASCAL VOC 2007 及び，PAS-

CAL VOC 2012のデータセットについて実験を行った。特に，
UECFOOD101，PASCAL VOC 2007については物体検出に
ついての評価を，PASCAL VOC 2012については領域分割に
ついての評価を行った。これら評価方法の違いは，データセッ
トの正解画像に付与されている情報の違いによるものであり，
UECFOOD101 と PASCAL VOC 2007 にはバウンディング
ボックス情報のみのアノテーションが，PASCAL VOC 2012

にはピクセル単位のアノテーションがされている。
7. 1 UECFOOD101複数品食事画像における精度評価
UECFOOD101 における物体検出の精度評価を行った。ま

た，BPによるサリエンシーマップと BP+GBPによるサリエ
ンシーマップの 2パターン，サリエンシーマップをグラブカッ
トに渡す際の方法をそれぞれ 6パターンの計 12パターンにつ
いての実験を行った。
また，UECFOOD101は各カテゴリ 100枚，計 10000枚，そ

のうち複数品食事画像は約 1000枚である。ただし，複数品食
事画像に含まれる食事カテゴリの数には偏りがある。そのため，
0枚以上（全て）のカテゴリにおける精度，10枚以上のカテゴ
リにおける精度，50 枚以上のカテゴリにおける精度の 3 つの
場合について精度比較を行った。

表 1 UECFOOD101 における物体検出精度の評価
100 class 53 class 11 class

method #item >= 0 #item >= 10 #item >= 50

BP map

fix value 41.2 45.5 50.5

x 28.6 32.8 32.3

x1/2 25.5 29.3 28.2

tanh(x) 28.0 31.7 31.0

x2 32.6 35.8 37.7

−log(x) 32.8 34.8 36.3

BP + GBP map

fix value 40.3 44.5 49.7

x 29.0 32.0 32.2

x1/2 25.8 29.2 27.5

tanh(x) 29.0 31.8 31.2

x2 33.4 35.2 38.4

−log(x) 31.7 33.2 36.6

表 2は UECFOOD101の物体検出における本手法と RCNN

の精度の比較である。

表 2 UECFOOD101 における RCNN との比較
100 class 53 class 11 class

method #item >= 0 #item >= 10 #item >= 50

x 28.6 32.8 32.3

tanh(x) 28.0 31.7 31.0

x2 32.6 35.8 37.7

fix 41.2 45.5 50.5

RCNN [3] 26.0 21.8 25.7

7. 2 カロリー推定
領域分割の結果に基づいて，複数品の食事画像の食事量を計

算し，カロリー推定を行った。図 8 はその結果である。また，
図 9は凸包により食事領域が改善された例である。なお，現時
点ではテスト食事画像の正解カロリーデータがないため，推定
結果の評価は行っていない。
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7. 3 PASCAL VOC 2007 における物体検出精度の評価
表 3 は，PASCAL VOC 2007，物体検出タスクにおける

RCNN [3]との比較である。物体検出は PASCALの基準に基づ
いて精度評価を行った。真のバウンディングボックスとのオー
バーラップが 50％以上であれば正解，それより下であれば不
正解となる。これのｍ APを計算する。

表 3 PASCAL VOC 2007 における RCNN との物体検出精度比較
method mAP on PASCAL VOC 2007

RCNN [3] 54.2

ours 58.7

7. 4 PASCAL VOC 2012 における領域分割精度の評価
PASCAL VOC 2012データセットについて領域分割の実験

を行った。精度は PASCALの基準に基づいて，評価を行った。
画像のピクセルを i，jとして，以下の式によりMean IUを計
算している。
ti =

∑
i
ni，j

acc =
∑

i
nii/

∑
i
ti

ピクセル単位の評価を行っており，領域が大きすぎても，小
さすぎても精度は低下する。また，ラベリングが間違っている
場合は極端に低い精度となる。
また，表 4は，PASCAL VOC 2012における最新手法との

比較である。

表 4 PASCAL VOC 2012 における SDS との領域分割制度の比較
method mean IU on PASCAL VOC 2012

fully supervised

SDS [4] 51.6

FCN [9] 62.2

weakly supervised

ours 36.4

Pedro-seg [10] 40.6

8. 考 察

UECFOOD101について，fix値でなくサリエンシーマップ
を GMM に加える手法を試した。結果としては，これらの工
夫は精度の改善には繋がらず，バックプロパゲーションにより
得られたサリエンシーマップの上位の値を fix値としてグラブ
カットを行う既存の手法の精度には及ばなかった。これは，fix

値ではオブジェクトの中央付近のポジティブの要素を強くする
のに対して，map値ではオブジェクトのエッジ，境界付近にお
ける影響を強めてしまったのが精度低下の原因のようであった。
図 4は fix値と map値による領域分割の例である。map値を
GMM に加える際に，いくつかの関数による変換を行ったが，
fix値により近い結果となる下に凸な関数を用いたほうがよい精
度になっていることがわかる。グラブカットではサリエンシー
マップの情報を最大限に反映させることは難しいことがわかる。
図 6は複数品食事画像における RCNNと本手法との比較結

果である。RCNNの結果はテクスチャの認識結果の影響を受け
ている関係か，バウンディングボックスが小さめに出ている。
一方，本手法は領域分割を行ってからバウンディングボックス
を付与しているので，よい精度で物体の検出が行うことができ
ている。また，図 7は複数品食事画像における領域分割の結果
である。
また，領域分割の結果からカロリー推定を行った。食事の量

を考慮したカロリー推定を行うことができた。しかし、見きれ
ていたり、領域分割に失敗し、本来より小さくなっている食事
領域を基準としカロリー推定をした場合、極端な結果になって
しまう場合があった。図 8の最下段がその例である。味噌汁の
領域分割に失敗し、小領域をカロリー計算の基準としてしまっ
たため、炊き込みご飯のカロリー推定結果が極端に大きなもの
となってしまった。今後の改善の課題としたい。

図 4 top:元画像とサリエンシーマップ，middle:GMM+サリエンシー
マップ，bottom:グラフカットの結果，(1)fix value，(2) x (3)

tanh(x)（上に凸） (4)x2 （下に凸）

図 5 サリエンシーマップの比較 (1)original image，(2) BP map，
(3)BP + GBP map

9. まとめと今後の課題

CNNの逆伝搬を利用した食事画像の領域分割を行った。既
存の物体検出手法より良い精度で物体の一を推定することがで
きた。また，領域分割の結果から，食事量を考慮したカロリー
推定を行った。ただし，正解データがないため，精度評価を行
うことができていない。今後は，領域分割の精度向上を図り，
カロリーデータの評価方法を考えたい。
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