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第 19回 画像の認識・理解シンポジウム

DeepXCam: CNNによるリアルタイム
モバイル画像認識・変換アプリ群

丹野 良介1,a) 柳井 啓司1,b)

1. はじめに

CNNの応用としてモバイル上での画像認識が考えられ
るが，高演算性及びメモリ容量などがボトルネックとなり
実装が困難であった．しかしながら，モバイルデバイスの
高性能化に伴い高い演算能力を必要とするアプリの実行が
可能なってきたこと，また，高速化の工夫及び省メモリ化
により Deep Learningを用いたリアルタイム画像認識シス
テムがモバイル上でも実現できうる段階まできた．
そこで，本デモでは，モバイルデバイス上でCNNを用い
たリアルタイム画像認識・変換アプリの実演を行う．画像
認識については，データセットさえあればどんな物でも高
速高精度に認識出来うる認識システムを紹介する．また，
変換アプリについては，“Style-Transfer”という画像の画
風を変換する CNNの応用をモバイル上で実現したシステ
ムを紹介する．

2. 基本認識CNNアーキテクチャ

物体認識で用いる基本的な CNN アーキテクチャ
は，一般的にはAlexNet[7]，Network-In-Network(NIN)[8],
GoogLeNet[11]，VGG-16[5] を用いる．しかし，AlexNet
及び VGG-16は冗長なパラメータをもつ全結合層を 3層
含むネットワークであるなど，モバイルに実装するにはア
プリ容量に限りがあるなど問題が生じる．そこで，全結合
層をもたない NINのモデルを認識エンジンに利用してい
る．また，GoogLeNetは 5x5, 3x3, 1x1の畳込み層，及び，
プーリング層から成る “Inception modules”という複雑な
CNNアーキテクチャで構成されていることから，モバイ
ルデバイスに効果的なパラレル実装が難しいことから，今
回は NINを採用した (図 1)．
これにより AlexNetでは約 6000万もの大規模パラメー
ター数が必要だったところを，NINを利用することで約
750万のパラメーター数で済むなど，約 87.5%のパラメー
ター数の圧縮が可能である．NINのモデルを利用すること
で大幅なパラメーター数の削減を実現しているが，認識性
能については，1000種類認識において AlexNetと同程度
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図 1 Network-in-Network. ([8] から引用). 全結合がなく，畳み込

み層のみで構成されている．実際の実装では，batch normal-

ization [2] をすべてのレイヤーの ReLU 関数の直前に追加し

ている．

の認識性能を維持しており，モバイル実装を考慮すると，
NINの CNNアーキテクチャを利用することが妥当である
と考えられる．

NINのモデルを利用して，ILSVRC1000種類と食事に関
連した 1000種類の ImageNet 画像 2000クラス，計 210万
枚で pre-trainを行い，そのモデルを各認識対象データセッ
トで fine-tuningしている．学習には Caffe[3]を用いた．

Caffeで学習したモデルは，独自に開発した C言語コー
ドジェネレータ Caffe2Cによって，iOS/Android環境で動
作可能な C言語コードに変換し，それをモバイル CNN画
像認識エンジンとして利用した．

3. 画像認識アプリ

本章では，画像認識アプリについて，各アプリの個別説明
を行う．DeepFoodCamのみAndroid/iOS両方，他は iOS
のみの実装である．

3.1 DeepFoodCam Ver.2
非食事食事 100 種類に非食事を追加した 101 種類食事
認識アプリである．アプリによる認識例を図 2として以下
に示す．学習には UEC-FOOD100[9]データセットの食事
画像 1万枚及び Twitterから収集した非食事画像 1万枚の
合計 2万枚で学習した．また，認識率を表 3として以下に
示す．

DeepFoodCam Ver.2では岡元らの研究 [13]で開発した
DeepFoodCamの認識エンジン部分に改良を行っている．
主な改良点は，BLAS/NEONの利用による認識速度の高
速化である．以前のバージョンでは 1回の認識に 800ms程
度掛かっていたが，表 1に示すように大幅な高速化を実現
した．本アプリのみ Android版と iOS版の両方が存在し，
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他のアプリは iOS版のみを実装している．
CNNの演算では，行列積 (Generic Matrix Multiplica-

tion, GEMM)が多用されるため，iOSでは BLASの実装
としてデバイスに高度に最適化された Accelerate Frame-
work を利用した．一方，Androidでは BLASの実装とし
て OpenBLASを利用している．
さらに Android では OpenBLAS が高速化に役に立た
なかったため，NEON命令を用いた独自の GEMMルー
チンも作成した．NEONとは ARMプロセッサの Single
Instruction Multiple Data(SIMD)命令セットであり，一の
命令で複数の処理を可能にするベクトル処理機構のことで
ある．NEON命令により，同時に 4つの 32bit単精度浮動
小数点を演算させることができる．また，マルチプロセッ
サにより，iOSでは 2コア同時実行の合計 8演算を同時に
実行することができる．Androidではコア数が QuadCore
の 4コアであることが一般的なので，合計 16演算を同時
実行でき，畳込み演算を高速化することができる．各認識
時間を表 1として以下に示す．また，ネットワークに NIN
を用いることで，マルチスケールによる任意画像サイズを
入力画像とすることができ，認識時間を大幅に減少させる
ことが可能である．表 2として結果を示す．

表 1 認識時間 [ms]

NEON BLAS デバイス BLAS 実装

iOS 255 78 iPhone SE Accelerate

Android 251 1652 GALAXY Note 3 OpenBLAS

表 2 任意画像サイズの入力による認識時間 [ms] の変化．160x160

に縮小した場合の top-1での認識精度低下は 10%以内，top-5

以内での認識精度低下は 5%以内．
入力画像サイズ 227x227 200x200 180x180 160x160

iPad Pro 66.6 49.7 44 32.6

iPhone SE 77.6 56 50.2 37.2

表 3 食事 101 種類の認識率
認識対象 top-1 top-5

食事 101 種類 78.8% 95.2%

図 2 “Ramen” の認識画面

3.2 Deep2000Cam
ILSVRC1000 種類と食事に関連した 1000 種類の Ima-

geNet画像 2000クラスを認識可能なアプリである．アプ
リによる認識例を図 3として以下に示す．また，認識率を
表 4として以下に示す．

表 4 一般物体 2000 種類の認識率
認識対象 top-1 top-5

一般物体 2000 種類 39.8% 65.0%

図 3 “Keyboard” の認識画面

3.3 DeepBirdCam
鳥 200種類を認識可能なアプリである．アプリによる認
識例を図 4として以下に示す．学習には California Insti-
tute of Technology が提供する Caltech-UCSD Birds 200
データセット [12]の 6033枚を用いた．テストには各画像
の 25%を用いた．また，認識率を表 5として以下に示す．

表 5 鳥 200 種類の認識率
認識対象 top-1 top-5

鳥 200 種類 55.8% 80.2%

図 4 “Song sparrow” の認識画面
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3.4 DeepDogCam
犬 100種類を認識可能なアプリである．アプリによる認
識例を図 5 として以下に示す．学習には 1 クラスあたり
150枚以上の画像が存在する Stanford Dogs Dataset[6]を
用いた．テストには各画像の 25%を用いた．また，認識率
を表 6として以下に示す．

表 6 犬 100 種類の認識率
認識対象 top-1 top-5

犬 100 種類種類 69.0% 91.6%

図 5 “Maltese dog” の認識画面

3.5 DeepFlowerCam
花 17種類を認識可能なアプリである．アプリによる認
識例を図 6として以下に示す．学習には 1クラスあたり 80
枚の画像が存在する University of Oxford が提供する 17
Category Flower Dataset[10]を用いた．テストには各画像
の 25%を用いた．また，認識率を表 7として以下に示す．

表 7 花 17 種類の認識率
認識対象 top-1 top-5

花 17 種類 93.5% 99.1%

図 6 “Tussilago” の認識画面

3.6 DeepOmeletCam
図 7にあるオムレツ 5種類を認識可能なアプリである．
アプリによる認識例を図 8 として以下に示す．学習には
Webから収集した画像を用い，「文字」「絵」「模様」「ソー
ス」は各 1万枚，「プレーン」は 2400枚を学習画像とし，
テストには各画像 1500枚 (プレーンのみ 171枚)を用いた．
また，認識率を表 8として以下に示す．

図 7 オムライス認識の内訳．(上段左: 絵, 上段右: ソース, 下段左:

プレーン, 下段真中: 模様, 下段右: 文字)

表 8 オムライス 5 種類の認識率
認識対象 top-1 top-5

オムライス 5 種類 84.4% -

図 8 “絵付きオムレツ” の認識画面

4. 画像変換アプリ: DeepTransCam

画像のコンテンツ (形状)を保持したまま，スタイル (テ
クスチャ)のみを変化させることによって，例えば写真を
絵画風に変換することができる Neural Style Transfer (ス
タイル転送)手法 [1]が最近，注文を集めている (図 9)．こ
の手法は，back-propagationを繰り返し行って変換された
画像の生成を行うため，1枚の画像変換に数分間程度掛か
るという難点があった．それに対して，事前に特定のスタ
イルの変換を feed-forwardで行う CNNを学習しておくこ
とで，ほぼリアルタイムで画像を変換可能にする手法が提
案された [4]．ただし，この手法では，事前に学習した単一
のスタイルのみを転送することしかできなかった．
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図 9 Style transfer の例．

そこで，本研究では，ネットワークを拡張し，複数種類
のスタイルを任意の重みで合成して，リアルタイムで合成
したスタイルを転送する手法を新たに考案し，それをモバ
イルアプリとして実装した．図 9に示す例は，13種類のス
タイルの重みをランダムで決め，スタイル転送を 8回行っ
た例である．
スタイル転送では，画像から画像を生成するため，認識
用の NIN とは異なる，図 10に示す style transfer network
を利用した．Convolutional layer のみで構成されるため，
入力画像の大きさは任意である．一般には，最後の 3レイ
ヤーは convolutional layerの逆演算を行う deconvolutional
layer を用いることが多いが，ここではモバイルでの高速
GEMM演算をそのまま利用できるように，図 11に示す
unpoolingを行って feature mapsを縦横それぞれ 2倍に拡
大してから convolutionを行うことで，stride 0.5の con-
volutionを実現し，deconvolutional layerの代わりとした．
一般には，これらの操作は等価であるとされている．

図 10 Transfer network．Super resolution や coloring で用いら

れるネットワークと基本的に同じである．

図 11 Unpooling 操作.
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