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あらまし 実世界画像の質感の任意変換は質感ベースの画像データの増量やデザイン，エンターテインメントなどの

様々な分野での応用が期待できる。本研究では，2015年にGatysらが考案した，物体の形状を精密に維持して画像の

スタイルを変換する Neural Style Transferアルゴリズムを実世界画像の質感の転写に応用し，コンテンツ画像と質感

単語による画像内物体の任意質感変換を目指す。単語概念からの自動スタイル生成では，手動で行っていたスタイル

画像の選択を自動化し，質感単語で収集したWeb画像から DCNN中間層の出力と画像のスタイル認識のための特徴

量 Neural Style Vectorを用いてスタイルクラスタを構築し，スタイル表現を自動生成するシステムを構築する。評

価は生成画像へのアンケートを用いて行った。その結果，視覚的概念への連想が容易であり，類似スタイル表現を多

く持つクラスタが生成される単語では人間に評価されやすい画像が生成され，またそのクオリティはコンテンツのカ

ラーやスタイルとの共通構造によって，大きく影響を受けることが分かった。

キーワード

1. はじめに

近年，2012年の ImageNet Large Scale Visual Recognition

Challenge(ILSVRC) のクラス分類タスクにおいて最も高い精

度を挙げた Deep Convolutional Neural Network（DCNN）[3]

がコンピュータビジョンの分野で注目されており, 様々な分野

へと応用する動きが進められている。

2015年，Gatysら [1]によって，Deep Neural Network(DNN)

を用いた，画像のスタイルを絵画のものに変換するアルゴリズ

ムが考案された。これにより，従来の画像合成技術よりも物体

の形状を精密に維持して画像のスタイルを変換することが可能

となった。

本研究では，スタイル変換アルゴリズムを Flickr Material

Database(FMD) やオノマトペを用いてWebから収集した実

世界画像の質感の転写に応用し，画像内物体の任意質感変換を

目指す。

実世界画像の質感概念をスタイルとして，画像内物体の質感

の任意変換が可能となれば，画像に対する心象を意図的に変化

させることができ，画像データの増量やデザイン，エンターテ

インメントなどの様々な分野での応用が期待できる。

しかし，このアルゴリズムには目的のスタイルが画像の形式

で存在する必要があるため，ある質感を与えたいときにはその

質感を持つ画像をマニュアルで用意する必要がある。この問題

の解決のため，画像のスタイル認識のために考案した特徴量

Neural Style Vector [2]を用いて，質感単語で収集したWeb画

像から有用なものを自動選択し、スタイル表現を生成するシス

テムを構築する。

2. 関連研究

2. 1 Neural Style Transfer

Deep Neural Network を用いたスタイル変換の関連研究は

Gatysら [1]の研究が挙げられる。この研究では，Imagenet1000

クラスを学習済みの DNNの中間層のフィルタ出力を使用する

ことで，スタイル画像のスタイルをコンテンツ画像に転写して

おり，画像のクラス分類が中心であった DNNの研究分野に衝

撃を与えた。

本研究では Gatysら [1]の手法を用いて画像を合成すること

で，画像の質感の変換を行う。変換させる画像をコンテンツ画

像 xc，スタイル画像を xs，合成結果画像を xg とする。xc，xs，

xg のコンテンツ表現とスタイル表現を CNNの特定の layerの

活性値から求め，xg のコンテンツ表現が xc に，スタイル表現

が xs に近くなるように反復的に合成する。

使用した CNN は VGG19 [3] であり，コンテンツ表現に使

用する layer は conv4 2，スタイル表現に使用する layer は

conv1 2，conv2 2，conv3 4，conv4 4，conv5 4である。図 1

にスタイル変換アルゴリズムの概略を記す。

layer lにおけるコンテンツ表現はパラメータ数 Nl の活性値

行列 Fl(x)，その損失関数は xc と xg の差であり，式 1で表さ

れる。

Lc(xc，xg) =
1

2

∑
i，j

(Fl，i，j(xc)− Fl，i，j(xg))
2 (1)

layer lにおけるスタイル表現は活性値行列の式 2で表される

相関行列 G(x，l)，その損失関数は xs と xg の差であり，式 3

で表される。使用する layer全体の誤差は重み wl を用いて式 4

で表される。

Gl(x) = Fl(x)F
T (x，l) (2)
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図 1 スタイル変換アルゴリズム

Losss，l(xs，xg) =
1

4Nl
2

∑
i，j

(Gl，i，j(xs)−Gl，i，j(xg))
2 (3)

Losss(xs，xg) =
∑

l

wlLosss，l(xs，xg) (4)

全体のエラー関数は重み wc，ws を用いて式 5で表される。こ

の式の値が最小となるように xg を L-BFGS法を用いて最適化

する。

Loss(xc，xs，xg) = wcLossc + wsLosss (5)

現在このアルゴリズムには様々な改良が考案されている。Li

ら [4] は Markov Random Fields(MRF) と CNN の組み合わ

せによって実世界画像の転写により適したスタイル変換を行っ

た。Novakら [5]は Gram Matrixのシフトや layer間の Gram

Matrixの操作によってスタイル変換の質を向上させた。Berger

ら [6] は特徴マップの空間転移により，スタイルを広範囲に保

持したスタイル変換や Inpaintingを行った。

また，Feed forward network を用いてスタイルを学習する

ことによる高速化 (Fast style transfer) が Johnson ら [7] や

Ulyanovら [8]により考案された。さらに単一の Feed forward

network で複数のスタイルを学習したマルチスタイルの Fast

style transferが Dumoulinら [9]によって考案された。

2. 2 画像のスタイル認識

画像のスタイルを分析する研究は数は少ないが進められて

いる。Datta ら [10] は画像の彩度, 浸透性, 被写界深度を元に

aestheic rating を計測した。Marchesotti ら [11] は Aesthetic

Visual Analysis (AVA) dataset [12] のユーザーのコメントを

特徴量化し，定量化した美的評価を求めた。Kerenら [13]は絵

画データに付与されたテキストを元に特徴を生成し, Pollockと

Daliの絵画をクラス分類した。最新の技術を用いて画像のスタ

イルを分類した研究として, Karayevら [14]の研究が挙げられ

る。Karayevらは Flickr Style, Wikipaintings, AVA Styleか

ら得られたスタイルメタデータ付き画像データセットに対して，

それぞれのスタイルによるクラス分類を学習済みの DCNN中

間層から得られた特徴量を用いて行った。

2. 3 bilinear CNNを用いたテクスチャ認識とクラスによ

るスタイル変換

Lin ら [15] は Neural Style Vector と同じく，Style Matrix

をもとにした，bilinear CNN 特徴を用いて，FMD などのテ

クスチャデータセットにおけるテクスチャ認識を行い，Fisher

Vector-CNNを上回る精度を挙げた。

また，bilinear CNN 特徴を用いて学習したクラス分類器の

出力を用いて，新たな損失関数を設定し，スタイル変換アルゴ

リズムに組み込むことで学習済みの属性を持つテクスチャの外

見にスタイル変換できるように改良した。

本研究では，学習済みのテクスチャに限らず，任意の質感へ

の変換を目指す。

3. 提案手法

スタイルの選択を自動化することで，コンテンツ画像と質感

単語を入力とした任意質感生成を目指す。そのために，質感単

語から収集されたWeb 画像から DCNN 特徴と Neural Style

Vectorを用いて有用なスタイル表現の抽出を行い，そのスタイ

ル表現によるスタイル変換の結果を評価する。収集した画像か

ら，以下の流れで N 個のスタイル表現を自動生成し，それぞ

れをスタイルとしてスタイル変換を行う。

質感単語をキーワードとした画像収集には Bing APIを使用

する。

（ 1） コンテンツ画像と質感単語を入力
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（ 2） 質感単語をキーワードとしてWeb画像を収集

（ 3） 類似スタイルを持つ画像同士にクラスタリング (クラ

スタ数 N = 10)

（ 4） 各クラスタの上位 K 枚の画像を用いてスタイル変換

3. 1 スタイル画像のクラスタリング

類似スタイルを持つ画像同士が集中したクラスタをスタイル

表現として構成するために，以下の流れでWeb画像に対して

クラスタリングを行い，スタイルの類似する画像同士を集め，

スタイルクラスタを構築する。これらを通じて図 2のように複

数のスタイル表現が構成される。実験では N = 10個のスタイ

ルクラスタを構成し，DCNN 特徴によるクラスタリング時に

式 6により各クラスタにスコアを設定し，上位３個のクラスタ

を実験では使用した。

（ 1） 画像をWr×Wr にリサイズ

（ 2） 全ての画像から DCNN特徴を抽出

（ 3） 不適切な画像を除去

（ 4） 残った画像からWp×Wp のパッチを切り出し

（ 5） 全てのパッチから Neural Style Vectorを抽出

（ 6） DCNN特徴を用いて画像をクラスタリング (クラスタ

数 N = 10)

（ 7） Neural Style Vector を用いて各クラスタ内の画像を

リランキング

score(C) =
N(C)∑

i
Dist(xi, C) + λ

(6)

Patch Cluster 2Patch Cluster 1Patch Cluster 0

Image Cluster 2Image Cluster 1

Web images

Clustering
(DCNN feature)

Image Cluster 0

Reranking
(NSV)

Reranking
(NSV)

Reranking
(NSV)

Style 0 Style 1 Style 2

図 2 Web 画像からのスタイルクラスタの構築

収集されたWeb画像はWr×Wr にリサイズする。実験では

Wr = 1024とした。さらに Neural Style Vectorを抽出する際

は画像中央からWp×Wp のパッチを切り出し，使用する。実験

ではWp = 512とした。

図 3のように，収集したWeb画像には低解像度な画像や人

間単体などの明らかにスタイル表現として不適切な画像が含ま

れているため，これらを除外した。低解像度画像はリサイズ前

の長辺がWr/2以下のものとし，人間単体の画像はノイズ画像

を含んだWeb画像をクラスタリングして得られた，1000枚の

顔画像をポジティブ，同数のランダム画像をネガティブとして

学習した SVMを使用して除外した。図 3から不要な画像を除

外した結果が図 4である。

図 3 収集されたWeb 画像

図 4 ノイズ画像の自動除去処理後のWeb 画像

同じ質感単語の要素を持つ画像であっても，視覚的な表現が

一致しているとは限らない。例えば，図 4 のように「ふわふ

わ」という質感単語で集まる画像には動物，風船，ケーキなど

の様々な外見の物体カテゴリが含まれている。全く異なる物体

間で類似したスタイルを持つ例は少ないため，まず DCNN特

徴を用いて k-means クラスタリングを行うことで，図 5 のよ

うに物体カテゴリ別のクラスタに分離させる。
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図 5 DCNN 特徴によりクラスタリング
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各クラスタからのスタイル表現の導出のため，Neural Style

Vector [2]によるクラスタ内のリランキングを行い，各クラス

タの上位 K 枚を選出する。リランキングにはまずクラスタ内

の画像をさらにクラスタリングし，小クラスタ C に含まれる画

像数 Num(C)，小クラスタ内の画像のクラスタ中心との距離

Dist(xi, C)の総和から，式 6のようにスコアを与え小クラス

タをリランキングし，さらに小クラスタ内の画像をクラスタ中

心との距離が小さい順にリランキングする。
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図 6 Neural Style Vector によるリランキング

3. 2 スタイル表現の統合

図 7 は K 枚の異なるスタイル画像を用いる場合のスタイ

ル表現の統合方法として，各画像の Gram Matrix の値の最

大値 (max)，平均値 (mean)，幾多ら [16]の用いたコンテンツ

画像に基づく最適化 (minimize) およびスタイル画像の結合

(connect) を使用した結果である。max，mean ではそれぞれ

Gram Matrixを式 7，8の G′ に置き換えて使用した。

G′
l,i,j = arg max

1<=k<=K

Gl,i,j(xk) (7)

G′
l,i,j =

1

K

K∑
k=1

Gl,i,j(xk) (8)

minimizeでは式 9で表されるコンテンツ画像の Gram Matrix

との２乗差を最小化する各画像の重みベクトル r を定義し，

Gram Matrixを式 10の G′ に置き換えて使用した。

arg min
r

(Gl,i,j(xc)−
K∑

k=1

rkGl,i,j(xs,k))
2　 (9)

s.t.

K∑
k=1

rk = 1, 0 <= rk <= 1

G′
l,i,j =

K∑
k=1

rkGl,i,j(xk) (10)

connectでは図 8のようにスタイル画像を空間的に結合した上

で，境界線をアルファブレンドした一枚の画像をスタイル画像

として使用した。

実験では最もスタイルの内容が色濃く反映された connectの

手法でスタイル画像の統合を行った。

Style 
images(K=9)

Content 
image

connect

max mean

minimize

図 7 スタイル画像の統合手法（max:各画像の最大値，mean：各

画像の平均値，minimize:コンテンツ画像に基づく最適化 [16]，

connect：スタイル画像の結合）

図 8 スタイル画像の統合

4. 実験

実験では FMDおよび質感単語で構築したスタイルクラスタ

を用いてスタイル変換を行い，ユーザー評価を行う。使用する

スタイルクラスタは各単語の上位 3つを選出し，クラスタ上位

9枚を使用してスタイル変換画像を生成する。

4. 1 実験データ

コンテンツ画像は図 9の 3種類の画像を使用した。質感単語

はオノマトペ 23単語を使用した。

4. 2 ユーザー評価

ユーザー評価では図 10 のように，質感単語と正解の画像 3

枚，ランダムに選出した同コンテンツの不正解の画像 12枚を

ブラウザに表示し，ユーザーが最もその単語に当てはまると感

じた画像を選択し，その正解の可否で評価する。問題数はコン
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図 9 コンテンツ画像（左から content0，1，2 とする）
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図 11 正解率の高い質感変換結果例（vote：正解者の数）

テンツ数 3，単語数 23語の 69問，回答したユーザー数は 9人

だった。

4. 3 評価結果

各単語のユーザー評価の結果は図 13のようになった。正解

率が高かった単語は「ふさふさ」，「ざらざら」，「もふもふ」だっ

た。また，コンテンツ別の評価結果はそれぞれ図 14，図 15，図

16のようになった。

図 13 ユーザー評価の結果

各単語のユーザー評価の結果は図 13のようになった。正解

率が高かった単語は「ふさふさ」，「ざらざら」，「もふもふ」だっ

た。正解率に繋がる要因として考えられるのは，「類似するスタ

イルクラスタの構成の成功」，「スタイル変換のクオリティ」，

「質感単語の視覚的イメージのしやすさ」であると考えられる。

これらの単語のクラスタの内，最も選択されることが多かっ

たものが図 11であり，これらのスタイルクラスタは図 12のよ

図 14 ユーザー評価の結果 (content0)

図 15 ユーザー評価の結果 (content1)

図 16 ユーザー評価の結果 (content2)

うに，全て類似したスタイルが上位に集中しており，スタイル

画像の収集が成功した例だと言える。

また，コンテンツ別の評価結果はそれぞれ図 14，図 15，図

16のようになった。これらを比較すると質感単語の正解率はコ

ンテンツによって大きく異なることが分かる。

図 17，18，図 19，20，図 21，22，図 23，24 はそれぞれ「ふ

さふさ」，「ざらざら」，「もふもふ」，「くしゅくしゅ」から生成

されたスタイルクラスタおよび変換画像とアンケートにおいて

の正解者の数である。

「ふさふさ」，「くしゅくしゅ」のスタイルクラスタでは全て

のクラスタで似たスタイルのものが集まり，正解数にクラスタ

毎の差はあまり見られなかった。それに対し，「ざらざら」，「も

ふもふ」のスタイルクラスタは３つのクラスタの内，１つのク
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図 10 ユーザー評価実験（赤枠が正解）
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図 12 正解率の高いスタイルクラスタ

ラスタの正解率だけが非常に高くなっていた。「ざらざら」のス

タイルクラスタは Cluster0 はパッチ状のスタイルとして有用

性の高い画像があつまっており，それ以外のクラスタは類似し

た画像があまり集まっていなかったためだと思われる。「もふ

もふ」の Cluster0 は類似したスタイルが上位に集まってはい

るが，アニメの画像など，スタイルとして好ましくない画像が

多く，Cluster1は「ふさふさ」などの他のオノマトペで収集さ

れた画像に似ていることから，選択されることが少なかったの

ではないかと思われる。このクラスタの順序と正解率の違いか

らクラスタのスコア（式 6）は改良の余地があると考えられる。

また，これらの結果から，スタイル変換のクオリティについ

てはコンテンツ画像とスタイルの相性に強く依存していると考

えられる。コンテンツが基調とするカラーによって背景と物体

のどちらが大きく変化するかが変わっており，後者のコンテン

ツの正解率が高くなっている。例えば，図 12 は図 11 の元と

なったスタイルクラスタであり，「ざらざら」は黒を，「もふもふ」

は白を基調とした画像が集まっており，それぞれ同じ色を基調

としたコンテンツを変換した画像（「ざらざら」と content1，

「もふもふ」と content2）の正解率が高くなっている。

また，コンテンツとスタイルの間の共通構造（しわ，毛並み

など）の有無によって生じるスタイル変換のクオリティの違い

も影響していると思われる。例えば，同じく白を基調としたコ

ンテンツであるにも関わらず，content0と content2の「ふさ

ふさ」と「もふもふ」の正解率には大きな差がある。これらの

単語では content0では新たに毛の質感を追加しているのに対

し，content2では元より持っている質感を強調される形で変換

されており，自然な変換となっている。

したがって，コンテンツの持つ特徴を考慮したスタイルクラ

スタ構成により効果的なスタイル生成が可能になると思われる。
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図 17 「ふさふさ」スタイルクラスタ

C
lu

st
er

 0
C

lu
st

er
 1

C
lu

st
er

 2

Vote:2 Vote:3 Vote:5

Vote:1 Vote:0 Vote:2

Vote:0 Vote:2 Vote:0

図 18 「ふさふさ」による質感変換結果
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図 19 「ざらざら」スタイルクラスタ

5. おわりに

Neural Style Transferアルゴリズムを用いた画像の任意質感

生成を行うために，単語概念からスタイル表現を自動生成する

システムを構築し，複数の生成画像の評価をアンケートを用い

て行った。その結果，視覚的概念への連想が容易であり，類似

スタイル表現を多く持つクラスタが生成される単語では人間に

評価されやすい画像が生成され，またそのクオリティはコンテ

ンツのカラーやスタイルとの共通構造によって，大きく影響を

受けることが分かった。

スタイル変換アルゴリズムの傾向から，変換に使用するスタ

イル画像はきめ細かな構造が多く，コンテンツ画像に類似する

構造が有り，変換したい対象の領域のカラー傾向が共通してい

ることが望ましいことが分かった。そこで，コンテンツのスタ

イル表現に依存したスタイルクラスタの構築や領域分割とスタ

イル画像の色変換を用いて対象領域のカラーをコンテンツに近

づけることでより自然な質感変換が可能になると考えられる。
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図 20 「ざらざら」による質感変換結果
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図 21 「もふもふ」スタイルクラスタ

C
lu

st
er

 0
C

lu
st

er
 1

C
lu

st
er

 2

Vote:0 Vote:0 Vote:0

Vote:1 Vote:1 Vote:1

Vote:4 Vote:4 Vote:7

図 22 「もふもふ」による質感変換結果
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図 23 「くしゅくしゅ」スタイルクラスタ
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