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あらまし 近年，画像の形状を保持したまま，画風を変化させることができる Neural Style Transferが芸術的な画像

をコンピュータが生成できるとして注目を集めている．この手法では，誤差逆伝播を複数回繰り返すため，画像の生

成に時間がかかる．一方，特定のスタイルの変換を順伝播で行う CNNを学習しておくことで，非常に高速に画像を

変換可能にする手法を Johnsonら [1]が提案した．しかし，この手法では，1つのモデルで単一のスタイルしか学習で

きず，消費メモリの増大，学習に時間がかかる，変換の質が画像の質に依存する，などの問題点があった．そこで本

研究では，ネットワークを拡張し，単一のモデルで複数のスタイルを任意の重みで合成して，リアルタイムで合成し

たスタイルを画像に転送する手法を提案し，それをモバイルアプリとして実装した．
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1. は じ め に

2015 年，Gatys ら [2, 3] は Convolutional Neural Net-

work(CNN) を用いて，2 種類の画像を合成するアルゴリズ

ム “Neural Style Transfer”(スタイル変換) を提案した．この

手法では画像のコンテンツ (形状) を保持したまま，スタイル

(画風) を変化させることができ，例えば，写真を絵画風に変

換可能であるなど，芸術的な画像をコンピュータが生成できる

として注目を集めている．Gatysらの手法では，CNNの特徴

マップ間の相関行列であるグラム行列により表現されたスタイ

ル行列を導入している．これにより，コンテンツ画像の信号が

CNNの各層を順伝播している間に劣化する情報を，スタイル

画像から抽出されたスタイル情報により置き換え，入力に与え

たスタイル画像と同じスタイルに変換されたコンテンツ画像を

生成することができる．

しかしながら，Gatysらの手法では，順伝搬及び誤差逆伝播

を複数回繰り返すため，GPUを使う場合でも，画像の生成に

数秒程度要するなど，処理に時間がかかりすぎる．この問題を

解決するために，feed forwardのみを使ってスタイル変換を高

速に行う研究が世界中で多くなされている．その中の 1 つに

Johnsonら [1]の研究が存在する．

Johnsonら [1]は feed forward style transfer networkとし

て ConvDeconvNetworkを学習する “perceptual loss”を提案

し，特定のスタイルの変換を順伝播で行う CNNを学習してお

くことで，非常に高速に画像を変換可能にする．しかし，この

手法では，1つのモデルで単一のスタイルしか学習できず，消

費メモリの増大，学習に時間がかかる，変換の質が画像の質に

依存する，などの問題点があった．

そこで本研究では，ネットワークを拡張し，単一のモデルで

複数のスタイルを任意の重みで合成して，リアルタイムで合成

図 1 リアルタイム画風変換アプリの動作例

したスタイルを画像に転送する手法を提案し，それをモバイル

アプリとして実装した．図 1として今回実装したリアルタイム

画風変換アプリのデモ画面を示す．

2. 関 連 研 究

本研究では CNNを用いたモバイル上でのリアルタイム動作

を目的とするため，主に高速スタイル変換及び CNNの高速化，

CNNのモバイルへの効率的な実装について概観する．

2. 1 画風変換アルゴリズム

Gatys らが提唱した Convolutional Neural Network(CNN)

を用いて 2種類の画像を合成するアルゴリズム “Neural Style

Transfer”(スタイル変換) を発端として，この分野に関する研

究は急速に進んでいる．Gatysらの手法では，CNNの特徴マッ

プ間の相関行列を式 1で表されるグラム行列 Gl ∈ RNl×Nl に

より表現されたスタイル行列を導入し，
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コンテンツ画像と生成される画像をそれぞれ，p⃗, x⃗として，式



図 2 順伝搬及び誤差逆伝播を複数回繰り返すため計算コストが高い ( [2]より引用)

2, 式 3, 式 4を用いて，

Lcontent(p⃗, x⃗, l) =
1

2

∑
i,j

(F l
i,j − P l

i,j)
2 (2)

El =
1

4N2
l M

2
l

∑
i,j

(Gl
i,j −Al

i,j)
2 (3)

Lstyle(⃗a, x⃗) =

L∑
l=0

wlEl (4)

最小化したい損失関数を定義すると，式 5として表現される．

Ltotal(p⃗, a⃗, x⃗) = αLcontent(p⃗, x⃗) + βLstyle(⃗a, x⃗) (5)

コンテンツ画像の信号が CNNの各層を順伝播している間に

劣化する情報を，スタイル画像から抽出されたスタイル情報に

より置き換え，入力に与えたスタイル画像と同じスタイルに変

換されたコンテンツ画像を生成することができる．

しかしながら，Gatysらの手法では，図 2にあるように feed

forward及び back propagationを複数回繰り返すため，GPU

を使う場合でも，画像の生成に数秒程度要するなど，処理に時

間がかかりすぎる．到底モバイル上でのリアルタイム動作は叶

わない．

この問題を解決するために，feed forwardのみを使ってスタ

イル変換を高速に行う研究が世界中で多くなされている．

Johnson ら [1] は図 3 に挙げるような feed forward style

transfer networkとして，Downsampling層，複数の Residual

block，Upsampling層から構成されるConvDeconvNetworkfw

図 3 特定のスタイルの変換を feed forwardで行う CNNを学

習することで高速スタイル変換を実現 ( [1]より引用)

を学習する “perceptual loss” を提案した．特定のスタイルの

変換を feed forwardで行う CNNを学習しておくことで，非常

に高速に画像を変換可能にする．しかし，この手法では，スタ

イル変換ネットワーク fw はスタイル毎に学習する必要があり，

1 つのモデルで単一のスタイルしか表現することができない．

そのため，消費メモリの増大，学習に時間がかかる，変換の質

が画像の質に依存する，などの問題点があった．

2. 2 CNNの効率的なモバイル実装

本研究では CNNを用いたスタイル変換アルゴリズムをモバ

イル端末上に実装し，モバイル端末上で処理が完結しリアルタ

イムに動作することを必要とする．昨今，モバイル端末の高性

能化に伴い高演算性を必要とするアルゴリズムの動作が可能

となってはきているが，アルゴリズムの更なる複雑化・高演算

性の要求など，端末側に要求する処理能力が年々増してきてい

る．更に，CNNを実装するには内部処理に畳込み演算が多数

存在することから，畳込み処理の高速化は重要である．よって，

CNNを効率的に実装するためには高速化の工夫は必須であり，

この分野は世界中で盛んに研究が行われている．例えば，処理



図 4 スタイル画像の入力を伴う ConvDeconvNetwork

に大部分の時間を要する畳込み層の計算の工夫に関する研究と

して [4–6]などがある．また，学習時のパラメーターにかかる

重みに着目した高速化の研究として [7, 8]などがある．

2. 2. 1 畳込み層の計算の工夫に関する研究

Liu ら [4] はスパース分解による DNN のパラメーター圧

縮を行っている．また，CPU 上での効率的なスパース行列

演算アルゴリズムとして Sparse Convolutional Neural Net-

works(SCNN) を提案し，物体検出に SCNN モデルを適用す

ることで大幅な高速化を実現している．Jaderbergら [5]は低

ランク近似やフィルタ近似で，文字認識タスクにおいて精度低

下 1%未満で 4.5 倍の高速化を実現している．Gong ら [6] は

CNNをモバイル端末でも利用できるように，Vector 量子化に

よるパラメーター圧縮を行っている．1000 種類カテゴリ分類

で，僅か 1%の損失に抑えて 16∼24倍の圧縮を達成する研究成

果を残している．

2. 2. 2 学習時のパラメーター重みに着目した高速化の研究

Lin ら [7] は畳込み層の乗算をビットシフトに置き換える手

法として“ quantized back propagation”を提案し，先行研

究である“ BinaryConnect”を上回る性能を見せた．Cour-

bariaux ら [8] は順方向及び逆方向伝搬時における重みを － 1

or 1 に二値化することで，本来必要な演算の 2/3 を除去し，ト

レーニング時間を 3 倍にするという新しい高速化手法として

“ BinaryConnect”を提案している．

2. 2. 3 本研究の位置付け

本研究では，Johnsonら [1]が提案したネットワークを拡張

し，単一のモデルで複数のスタイルを任意の重みで合成して，

リアルタイムで合成したスタイルを画像に転送する手法を提案

し，それをモバイルアプリとして実装した．また，CNNの具

体的な実装の詳細については [9]に記載してある．

3. システム概要

我々が提案する Neural Style Transfer Networkを図 4とし

て以下に示す．本ネットワークは Convolutional Layer のみ

で構成されるため，入力画像の大きさは任意である．一般に

は，最後の 3レイヤーは Convolutional Layerの逆演算を行う

Deconvolutional Layerを用いることが多い．しかし，本研究

ではモバイル上への実装を考慮し，モバイルでの高速 GEneral

Matrix Multiplication(GEMM)演算をそのまま利用できるよ

うに，図 4 に示す Unpooling を行い，特徴マップを縦横それ

ぞれ 2倍に拡大してから Convolutionを行うことで，stride0.5

の Convolutionを実現し，Deconvolutional Layer の代わりと

した．一般には，これらの操作は等価である．また，今回作成

した Neural Style Transferアプリの GUI構成を図 5として以

下に示す．画面右側にあるスライドバーを利用して複数のスタ

イルの重みを任意に合成し，リアルタイムに画風変換すること

が可能である．

図 5 画風変換アプリの GUI構成画面



4. システム詳細

4. 1 Multi Style Transfer

図 6に我々が提案するスタイル入力を伴う style transfer net-

workを示す．学習の方法は [1]と基本的には同じである．よっ

て，学習の詳細を知りたい場合は [1]を参照願いたい．本論文

と [1]とで異なる点は以下のとおりである．

（ 1） ConvDeconvNetworkの縮小

（ 2） Fusion Layerの追加による複数の任意重みを合成可能

( [10]参考)

また，ConvDeconvNetworkの縮小は主に以下のことを行うこ

とで，モバイル上での計算コストの削減を行っている．実装上

の高速化手法は，

（ 1） Deep Neural Networkを直接 Cコードに変換し，コ

ンパイラ的に実行.

（ 2） Multithread化によるNEON/BLASの効率的な利用.

（ 3） CNNに掛かる演算の可能な限りの事前計算の実行.

などであり，実装の詳細については [9]や [11]を参照願いたい．

この時，[1]と比較してネットワークを縮小しているが，出力画

像の質にあまり影響を与えない結果が得られる．

（ 1） down-sampling layerと up-sampling layerを追加

（ 2） 最初と最後の conv layerのカーネルを 9x9を 5x5に

変更

（ 3） 5つの residual elementを 3つに変更

表 1 [1]とのネットワーク構成の比較

Johnson [1] Ours

Reflection Padding (40x40) 5x5x16 conv, stride 1

9x9x32 conv, stride 1 4x4x32 conv, stride 2

3x3x64 conv, stride 2 4x4x64 conv, stride 2

3x3x128 conv, stride 2 4x4x128 conv, stride 2

Residual block, 128 filters Fusion layer

Residual block, 128 filters Residual block, 128 filters

Residual block, 128 filters Residual block, 128 filters

Residual block, 128 filters Residual block, 128 filters

Residual block, 128 filters 4x4x64 conv, stride 1/2

3x3x64 conv, stride 1/2 4x4x32 conv, stride 1/2

3x3x32 conv, stride 1/2 4x4x16 conv, stride 1/2

9x9x3 conv, stride 1 5x5x3 conv, stride 1

5. 変 換 例

本アプリを用いて画風変換を行った例は図 7として示した．

6. お わ り に

本研究では，ネットワークを拡張し，単一のモデルで複数の

スタイルを任意の重みで合成して，リアルタイムで合成したス

タイルを画像に転送する手法を提案し，それをモバイルアプリ

として実装した．

今後の課題としては，領域分割 [12]や物体検出 [13,14]など

を組み合わせて，モバイル上での部分的な画風変換システムな

どを構築したい．そのために，更なる高速化やスタイルを合成

する際のスタイル重みの最適な組合せを調べるなどは重要で

ある．
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図 6 Multi Style Transfer及び Spatial Style Transferの概要



図 7 スタイル変換の例
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