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背景 & 目的

まとめ
• Content Loss 導入による生成文字画像の可読性の向上
• Style Loss による 新しいスタイルの獲得

Style Transfer [1] によりフォントの変換が可能、画像生成に時間が必要
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• 可読性の向上

• 質感パターンへの対応

• 少数サンプルからの学習

に対する提案が必要
目標：物体に合わせたフォント生成
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クロスドメイン学習 [2] (Cycle GAN)に仕組みに
文字の可読性に繋がる Content Loss, 新しいスタイル獲得への Style Loss 

を新しく導入

𝐿𝑡𝑜𝑡𝑎𝑙 = 𝛼 𝐿𝑎𝑑𝑣𝑒𝑟𝑠𝑎𝑟𝑖𝑎𝑙 + 𝛽 𝐿𝑐𝑦𝑐𝑙𝑒 + 𝛾 𝐿𝑠𝑡𝑦𝑙𝑒 + 𝛿 𝐿𝑐𝑜𝑛𝑡𝑒𝑛𝑡

質感パターン画像セット

文字 絵 ランダム

データセット名 サンプル数

ケチャップ文字 (文字 + 絵の一部) 445

砂文字 (英字 + 簡単なひらがな + 絵の一部) 483

紐文字 (ランダムなパターン) 796

クロスドメイン学習 Pix2Pix [3]
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クロスドメイン学習 には対応画像が不要

質感を持った３つの画像セットを作成、入力フォーマットを工夫

単一画像中に 16 文字を配置 (トレーニング : 450 枚 , 検証 : 50 枚)

ターゲット

実験

生成手法の比較
Style Transfer (左) 
Cycle GAN (中央)

提案手法 (右)
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(Cycle GAN)

ロスの組み合わせの比較

最適なロスの組み合わせの出力 ソースフォントを変更
手書き風（上）, 行書体（下）
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