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Piggyback は画像変換タスクにも有効
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背景
連続学習とは…

昔学習した知識を忘れずに新しい知識を学習

CNN での連続学習は性能が劣化する致命的忘却が起こる

Task2: 領域分割

• バイナリーマスクのゼロの割合

(1)  Rehearsal  [Hetherington et al. 1989] 
• Keep (sampled) old training samples and use them for new training as well

(2)  Distillation (Learning without Forgetting (LfW))  [Li and Hoiem 2016]
• Reproduce training labels of old tasks with trained model and use them for new training 

(3) Elastic Weight Consolidation (EWC) [Kirkpatrick et al. 2016] (regularization)
• Train weights for new tasks according to un-importantness of weights 

(4) Progressive Neural Networks  [Ruse et al. 2016]
• Fix trained weights for the previous tasks, and extend the net and train extended weights.
• “PackNet” [Mallya et al. CVPR2018] : a pruning version of progressive network 

      (5)  Weight selection: “Piggyback” [Mallya et al. ECCV2018]
• Select the weights of the fixed base network with task-specific binary masks 

 

今後の課題
•追加実験による汎用性の実証
•Piggyback マスクの分析
•モデルの更なる容量削減

No “catastrophic forgetting” happen 
with small additional binary masks 
and task-specific final layers.

Task3: 濃淡画像着色

Task4: スタイル変換(Gogh)

Task5: スタイル変換(Munk)

input     scratch  fine-tune  decoder  piggyback

画像分類と比べて
画像変換の方が
0の割合が全体的に
大きくなった

ImageNet  -> WikiArt
  (VGG16)
 [Mallya et al. 2016]
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目的

“1つのモデル” で ”異なる”

画像変換タスクでの連続学習

関連研究
致命的忘却を回避する手法

Elastic Weight Consolidation (EWC) [Kirkpatrick et al. 
2016]

• タスク1とタスク2の両方の最適領域を求める

• 問題点 : 最適な領域が重ならない場合

手法 : Piggyback
piggyback = おんぶ

タスク固有の重みを選択する手法

重みを固定しマスクを使うため
破壊的忘却は起こらない

(1) タスク1 ベースCNNを学習

(2) タスク2以降 ベースCNNを固定 

                          タスクごとに最終層とマスクを学習

network : U-net

• バイナリーマスクの類似度（同じ値の割合）

似ているタスクの類似度     高
似ていないタスクの類似度 低

↓

タスクごとに重要な重みは異なる
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