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あらまし 現在、領域分割の画像データセットは多数公開されているが、そのなかで食事におけるカテゴリは少数に

限られている。また、食事画像データセットも多数公開されているが、画像毎に単独の食事名がアノテーションされ

たものが大部分である。また、画像に複数の食事がバウンディングボックス付きでアノテーションされているのは

UECFoodなどごく少数に留まっており、さらに詳細に画素毎にアノテーションされたデータセットで大規模なもの
は存在していない。一方、食事画像における正確な食事量やそのカロリー量の推定には、画像内における食事領域の

面積に対して関連しており、食事領域の領域分割が不可欠である．そこで、本研究では UECFood-100のうち１万枚
の画像に画素単位のアノテーションを付加しマスク画像を作成することで、領域分割モデルの学習データセットとし

て利用できるようにした。GrabCutを用いることでアノテーションコストを削減した。さらに、555枚のラーメン画
像だけスープやトッピングを考慮し詳細にアノテーションを行い、ラーメン画像に対して細かな領域分割及び領域マ

スクからの食事画像生成することで、食事マスク画像における活用例を示した。
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1. は じ め に

現在、深層学習の発達により画像認識の精度が飛躍的に向上

した他、画像生成や領域分割といったタスクにおいても優れた

成果を残している。深層学習による教師あり領域分割において

は、学習画像に画素ごとにアノテーションされたマスク画像

データセットが必要となる。

領域分割に必要な大規模データセットとして PASCALVOC
2012 [1]や MS COCO [2]が挙げられるが、これらに含まれる
画像は動物や乗り物のラベル付けされたものが大半を占めてお

り、食事については少数のカテゴリに限られている。また単体

の食事データセットにおいては単独の食事名がアノテーション

されたものが大部分で、UECFood-100 [3]といった画像内の複
数の食事に対してバウンディングボックスがアノテーションさ

れているものは少数であり、画像ごとにアノテーションされた

データセットで大規模なものは存在していない。

一方、食事においては人々の生活に不可欠なものであり健康

面を意識した食事量やカロリー量の推定が盛んにおこなわれて

いる。それに伴い、現在食事画像からカロリー量を推定するよ

うなアプリケーションが存在している。これら多くの場合には、

食事画像から推定したカテゴリをもとに標準的なサイズにおけ

るカロリーや、ユーザーが入力したサイズをもとにカロリーを

算出しており、直接画像から面積を算出しているものは限られ

ている。しかし、カロリー量と食事量はともに密接に関連して

おり、食事画像の領域分割による食事量の推定なくしては正確

なカロリー量を推定することは困難である。

また画像生成分野においては、実際の画像に近しい画像が生成

することのできる Generative AdversarialNetworks(GAN) [4]

図 1 バウンディングボックスをもとに GrabCut を適用した例

の登場により大幅に改善されている。GANはノイズから画像
を生成するジェネレータとその画像の真偽を判定するディスク

リミネータを敵対的に学習することで画像を生成を行っている

他、その注目度の高さから様々な画像で使用されている。数文

字や顔画像の生成が有名であるが、食事画像においてもマスク

画像からの生成や、ある料理から別の料理の変換が行われて

いる。

本研究では既存の UECFood-100のうちの 1万枚の画像に画
素単位でのアノテーションを付加し、領域分割モデルの学習用

食事データセットとして作成を行う。まず UECFood-100に既
存のバウンディングボックスから新たに複数品目を考量したバ

ウンディングボックスを付加する。次に、作学習成したバウン

ディングボックス内の領域に対して、GrabCut [5]を用いて初
期マスク画像を作成する。GrabCut は領域の短形を与えるこ
とで前景と背景を分割する手法であり、これにより作成したマ

スク画像を精査することで領域分割用の食事データセットの作

成を行う。図 1は UECFood-100に GrabCutを適用した例で
ある。

また、別に食事マスク画像の活用例として画像生成を行う。
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生成する画像は食事画像のなかで代表的なものとしてラーメン

とし、作成する食事学習データとは別にアノテーションした

555枚のうち 500枚を学習画像として用いる。ここではマスク
画像から画像生成を行うタスクに注目し、実画像から領域分割

によって得られたマスクを元に画像の生成を行う。用いる学習

画像は食事領域に対してさらにスープやトッピングなどを考慮

した 15クラスのアノテーションを付加していることから、生
成されるマスク画像は各クラスの領域を考量したマスク画像で

あり、このマスクを修正することで自由なラーメン画像も作成

可能である。本研究で作成した画像データセットは近日中に

http://foodcam.mobi/dataset/にて公開予定である。

2. 関 連 研 究

領域分割に用いられるデータセットとして PASCALVOC
2012 [1]や MS COCO [2]がベンチマークとして頻繁に用いら
れている。PASCALVOCは 2005年から 2012年に行われたコ
ンペティションに用いられたデータセットで 2012年版では飛
行機や自転車を含む 22クラス 9,993枚を含む。MS COCOは
Microsofot 社が提供するデータセットで 80 クラス 33 万枚の
画像を含む。しかし食事クラスに着目した際にMS COCOに
含まれるピザやホットドックといったわずか 10クラスしか存
在しておらず、食事領域分割モデルの学習画像としては限られ

たクラスにしか対応出来ていない。

一方、食事画像を用い食事量やカロリー量を考慮した研究が

なされているが、岡元ら [6]の研究が挙げられる。これは、大き
さが既知の基準物体とともに食品を上から撮影することでカロ

リー量を推定するシステムを考案している。まず、GrabCut [5]
を使用し、画像内の基準物体と食事の領域を抽出し、それらを

比較することで食事領域の実面積を推定する。その後、事前に

作成したカロリーと面積の回帰式をもとにカロリー量の推定

を行っている。本研究においてもマスク画像を作成する際に

GrabCut [5]を用いる。次に、Myersらによる Im2Calories [7]
が挙げられる。これはＣＮＮベースのカロリー量推定の研究で

あり、単一の画像からネットワークを用いて食事領域と深度情

報を抽出し、それをもとにボクセル化した食事領域からカロ

リー量の推定を試みている。しかし３次元ベースの大規模なカ

ロリー量付きデータセットが不足していたため、実際には３種

類程度の食事のカロリー量の推定しか実現されなかった．

またマスク画像から画像を生成す研究として Park [8] らの
研究が挙げられる。これは、conditional normalization手法、
Spatially-Adaptive Denormalization(SPADE) を提案した研
究で、セグメンテーションマスク画像からの情報をネットワー

クの noramlizationに与えることで、よりリアルな画像を生成
することが可能となっている。マスク画像を用いる点で、本研

究で用いるラーメン画像生成と類似な研究である。また、本研

究で用いるラーメン画像生成はユーザーが自由に修正でき、そ

の際に用いるマスク画像は輪郭があいまいなスケッチ画像とも

とらえることができる。そこで、スケッチ画像から画像を生成

した研究として、Chenらの SketchyGAN [9]が挙げられる。こ
れはMasked Resifual Unit(MRU)と呼ばれる構造を提案して

おり、エッジ画像と実画像のペア画像を入力し学習したのちス

ケッチ画像と実画像のペア画像を用いてスケジューリングする

ことで、50クラスの画像の生成を行っている。

3. データセット

本研究では既存の UECFOOD-100 [3]に対してインスタンス
を考慮した新たなバウンディングボックスを付加した画像を

もとにマスク画像 (UECFoodPIX)の生成を行う。マスク画像
の生成には GrabCut [5] を用いる。また、SNS から収集した
ラーメン画像に対して、スープやトッピングを考慮したアノ

テーションを行うことで領域分割、画像生成用ラーメンデータ

(UEC-Ramen555)の作成を行う。
3. 1 UECFoodPIX
現在、多くの食事画像データセットが公開されており、食

事分類タスクにおいては Food-101 [10]、UECFood-100 [3] や
UECFood-256 [11]などが標準的なベンチマークとして用いら
れている。しかしその中でも、画像内の複数の食事に対してバウ

ンディングボックスを持つものに関しては、UECFood-100/256
など少数に限られている。またこれらのバウンディングボック

スは、UECFood-100/256の食事カテゴリに含まれる 100種類
にとどまっており、この 100カテゴリに含まれない食事部分に
はバウンディングボックスが付けられていない。例としてパン

トーストとバターを含む画像の場合、バターは 100 カテゴリ
に含まれていないことから、パントーストの領域のみにバウン

ディングボックスが設けられており、バターの領域にはバウン

ディングボックスが設けらていない。またこのバウンディング

ボックスはインスタンスを考慮しておらず、図 2のように画像
に多数の寿司が含まれている場合には、多数の寿司を含む形で

1個のバウンディングボックスのみが与えられているのが現状
である。セグメンテーションマス付きの大規模な食事画像デー

タセットに関しては、現状存在しておらず、UNIMIB2016デー
タセット [12]のみがセグメンテーションマスクにあたる食事領
域情報をポリゴンとして提供している。

そこで本研究では、従来の UECFood-100を拡張しインスタ
ンスベースのバウンディングボックスとセグメンテーションマ

スクを付与した食事画像データセットの作成を行った。

まず初めに、UECFood-100に含まれる 10,000枚の画像に対
して、新たに手動でインスタンスベースのバウンディングボッ

クスを付与した。新たに作成したバウンディングボックスの数

は従来に比べて 2倍以上となったため、アノテーションコスト
を抑えるため手動での作業は、バウンディングボックスを付与

するだけにとどまり食事カテゴリの割り当ては行わなかった。

その代わりに、新しいバウンディングボックス内の領域と元の

UECFood-100データセットに含まれるバウンディングボック
スの内の領域の比 ao をとり、その比 ao をもとに、新たなバウ

ンディングボックスに対して自動的に食事カテゴリを付与した。

しきい値を 0.5に設定し、ao の値がこの値よりも上回る場合に

は元 UECFood-100の食事カテゴリを、下回る場合には’その
他の食事’カテゴリを割り当てた。ao の式は以下の通りである。
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ao =
area(Buecfoodseg

∩
Buecfood100)

min{Buecfoodseg, Buecfood100} (1)

図 2に示すように、新しいバウンディングボックスは 100カテ
ゴリ以外の食品を含めた全ての食品に対して付与されており、

複数個の食品に対して一個ずつに適用されている。クロワッサ

ンの画像では、元の UECFOODでは手前のクロワッサンのみ
にバウンディングボックスが付けられているがが、新たに作成

したバウンディングボックスでは奥のクロワッサンにもバウン

ディングボックスを設けられている。次に、GrabCut [5]を用
いて学習用に 9,000枚、評価用に 1,000枚の画像に対してセグ
メンテーションマスクを付与した。全てのセグメンテーション

マスクを手作業で付与するにはアノテーションコストがかかり

すぎるため、新たに作成したバウンディングボックスをもとに

GrabCut [5]を使用して食事領域を抽出することでマスク画像
を自動的に作成した。図 3では作成したセグメンテーションマ
スク画像の例を示す。自動生成したマスクにおいては、単品品

目であるチャーハンの画像のように綺麗に食事領域を抽出され

ているものも多いが、カツオのたたきやとんかつの画像のよう

に、つまみやキャベツといった領域に対しては画像分類タスク

における食事のクラス (ここではカツオととんかつ) のマスク
が別の領域に付いている場合がある。そのため、図 3のように
作成したマスクを人手で精査することで食事領域分割用データ

セットとした。

3. 2 UEC-Ramen555
現在、公開されている多くの食事画像データセットは食事カ

テゴリによる分類されたデータセットがほとんどである。しか

し、食事は同じカテゴリ内の食事でも用いられる材料が違う場

合があり、それによって異なる形や色をしている食事が存在す

る。その中で、ラーメンは代表な的食事カテゴリであると共に

多様なスープと具で構成されている食事で、その材料によっ

て様々な種類に分類される。例えば、一口にラーメンといって

も醤油、味噌やとんこつといったスープの種類が豊富である

他、チャーシューや卵といった具材の個数も調理の仕方によっ

て異なる。そこで、本研究ではラーメン画像の各要素のカテゴ

リごとにセグメンテーションマスクを作成して、ラーメン画像

とラーメンの要素がピクセルレベルのラベルが付いているマス

ク画像に構成される画像データセットを作成した。これによ

り、スープや具材を考慮した領域分類や画像生成が可能とな

る。データセットは SNSによって収集した 555枚のラーメン
画像とマスク画像のペアであり、マスク画像では背景・5種類
のスープ・レンゲ・箸・チャーシュー・卵・切れた卵・海苔・メ

ンマ・ナルトの 15クラスで構成されている。マスク画像は人
で作成し、図 4に作成したラーメンデータセットの例を示す。
各ラーメン画像のスープはそれぞれ異なってマスクが付加して

いる他、左の画像と右の画像における卵、切れた卵に関しても

それぞれ別々のマスクを付加している。555枚のうち 500枚を
学習用画像に、残りを評価用画像として、領域分割と画像生成

のモデルに用いる。

図 2 バウンディングボックスの例．左:UECFood-100 [3], 右:新たに
作成したバウンディングボックス．番号は UECFood の食事カ
テゴリー番号．101 は新たに追加した「その他」カテゴリー．

4. 実 験

まず、作成した食事領域分割のデータセット (UECFoodPix)
を用いた領域分割を行う。領域分割用のモデルは Deeplab
V3+ [13] とし Accuracy と mean Intersection over Union
(mIoU) による定量評価を行い、評価用データを用いて分類
された食事領域を示す。次に、ラーメンマスク画像を用いた領

域分割と画像生成を行う。領域分割には同じく DeeplabV3+
を、画像生成には pix2pix [14]使用し抽出された食事領域と生
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図 3 バウディングボックスの例　 (左:実画像, 中:自動生成したマス
ク画像, 右:作成したマスク画像

図 4 ラーメン画像のデータセットの例 (上：元画像、下：各要素を領
域分割したマスク画像)

成画像を示す。

4. 1 領 域 分 割

作成した食事画像データセットのベンチマークテストとし

て、Chen らによって提案された Deeplab V3+ [13] による食
事領域抽出を行った。Deeplab V3+は複数のスケールで格子

状に分割しそれぞれの画像に対して畳み込みを行うピラミッド

構造とエンコーダデコーダモデルを組み合わせたセマンティッ

クセグメンテーションモデルであり、領域分割手法として頻繁

に使われる手法である。今回のこの Deeplab V3+の画像特徴
量を抽出するモデルとして ResNet-101 [15]を用いる。学習画
像には、自動生成したマスク画像を使用した場合と、9.000枚
のうち 2,000枚のマスク画像を人手で精査した場合を用いてお
り、評価画像には自動生成したマスク画像 1,000枚を精査した
ものを用いた。評価には各クラスにおける Accuracyと mIoU
を用いた。結果として、自動生成マスク画像のみの場合には

Accuracyが 0.560、mIoUが 0.416、人手で 2000枚精査した場
合には Accuracyが 0.597、mIoUが 0.436となった。また、図
5は評価画像における食事領域抽出の結果の一例であり、右が
入力画像、中が精査したマスク画像、右がモデルが推定したマ

スク画像である。たこ焼きや酢豚の画像のように単品品目やま

た複数品目の領域分割は行うことができたが、定食の野菜の部

分やカツオのたたきのレモンの部分を誤ったクラスに分割して

いることが分かる。これは、自動生成したマスク画像と精査し

たマスク画像における違いから起きるものと考えられる。図 3
のように画像におい自動生成したマスクには食事領域以外の領

域や別の食事領域に対してもマスクが設けられている場合があ

ることから、モデルが各クラスの領域を学習する際に誤った分

類がなされたと考えられる。表 1から自動生成マスク画像を精
査することで精度が向上することが示されたことから、9,000
枚すべての画像に対して精査を行うことで、ある程度の改善が

期待される。このデータセットについてはすべての学習画像に

対して精査したマスク画像を付加をしたものを学習画像として

公開予定である。

表 1 領域分割の精度

学習画像 Acc mIoU
自動生成マスク画像のみ (9000 枚) 　 0.560 0.416

自動生成マスク画像 (7000 枚) + マスク画像 (2000 枚) 0.597 0.436

4. 2 ラーメン画像の領域分割とスケッチ画像をもとにした

画像生成

まずはじめに、UECFoodPix と同様に作成したマスク画像
と実画像を学習画像として Deeplab V3+を用いた領域抽出と
pix2pix [14]を用いた画像生成を行った。各タスクには、作成し
たラーメン画像データセットの中で 500枚のラーメン画像とマ
スク画像のペアを用いて各タスクのモデル学習を行い、残りペ

ア画像はテストに使用した。pix2pixは conditional GAN [16]
を拡張したネットワークで２つの画像ドメインのペアになった

画像からドメイン間の関係を学習し、ドメイン間の画像変換を

する手法である。入力には、画像から取得した 15チャンネルの
バイナリマスクを用いて学習を行い、画像生成に使用したネッ

トワークを図 6に示す。また実験結果は図 7の通りとなり、左
は入力した画像、中は入力から領域分割されたマスク画像、右

は中のマスク画像を元にして生成した画像の結果である。入力

画像のレンゲやトッピングが、生成画像では同じ位置に生成で
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図 5 食事領域の抽出結果　 (左:入力画像, 中:正解マスク画像, 左:推
定したマスク画像)

図 6 画像生成に使用した生成ネットワーク

きていることが分かる。また、領域分割されたマスク画像を修

正することで任意のラーメン画像を生成することも可能あり、

ラーメンのトッピングや箸の追加、除去や変更することが出来

た。図 8と図 9にその結果を示す。しかしラーメンのどんぶり
の模様やレンゲの色が入力画像と異なってことなっておりこれ

らのスタイルを考慮して画像を生成することは出来なかった。

今回学習したモデルを用いて、ユーザーがラーメン画像を修正

できるWebベースシステムである “RamenAsYouLike” [17]の
実装も行った。

図 7 入力画像の領域分割と領域分割したマスク画像から画像生成を

行った結果 (左：入力画像、中：領域分割結果、右：マスク画像
から生成結果)

図 8 ユーザーがスケッチしたマスク画像からリアルな画像生成の結

果 (上：入力したスケッチ画像、下：スケッチ画像を基にして生
成した結果)

5. お わ り に

本研究では、既存の UECFOOD-100 [3]に新たにインスタン
スを考量したバウンディングボックスを付加し、そのバウン

ディングボックスに対して GrabCutを用いることで領域分割
用の食事データセットを作成した。また、食事領域分割用デー

タセットの活用例として領域分割、画像生成やユーザーによる

修正からトッピングや食器の追加、変更などが簡単に可能であ
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図 9 入力画像のマスク画像をユーザーが修正した後、画像生成を行った結果

ることを示した。

今後の課題として食事領域分割用のデータセットを今回作成

したが、食事量やカロリー量推定におけるベンチマークとなる

データセットが未だ存在していないことから、これらの「量」

データに対する対応が必要である。またラーメン画像生成にお

いては、今回入力画像のレンゲ、模様や色といったスタイルを

維持した画像生成を行うことが出来なかったことから、入力画

像の各要素のスタイルを維持するようなスタイル抽出とスタイ

ルを考慮した画像生成が課題として挙げられる。
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