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あらまし 画像から食事の領域を求めるうえで皿領域と食事領域を区別することは重要である。本論文では食事画像

における皿領域をアノテーションを用いずに推論する手法を提案する。具体的には、食事クラス識別器と食事/非食事
画像識別器における可視化結果の差分から皿領域を求める。食事クラス識別器と食事/非食事画像識別器における識別
においては、食事画像と共起の強い物体における認識の貢献度合いが変化する。皿領域は食事画像と強い共起がある

ことが想定される。そこで、食事クラス識別器と食事/非食事画像識別器の差分を求めることで、皿領域を疑似的に推
論することができるはずである。本論文では、提案手法により、アノテーションを用いずに皿領域が推論可能である

ことを示した。また、皿領域の推論結果を用いた弱教師あり食事領域分割手法を提案し、これにより既存手法を上回

る精度を達成した。

キーワード 深層学習,弱教師あり領域分割,皿領域の推論

1. は じ め に

深層学習を用いた領域分割手法は広く研究されており、精度

は飛躍的に向上している。しかしながら、領域分割モデルを学

習するには、領域レベルのアノテーションが必要であり、これ

を用意するには大きなコストが必要である。近年、領域分割の

アノテーションコストの課題を解決するために、弱教師あり領

域分割が広く研究されている。弱教師あり領域分割は画像ラベ

ルのみを学習に用いて、テスト時においては領域分割を行う

タスクである。画像ラベルは、領域ラベルと比較してアノテー

ションコストが安価であるため、弱教師あり領域分割が代用可

能な精度を達成できれば、大幅なアノテーションコストの削減

が期待できる。

食事画像において領域分割は非常に重要なタスクの一つであ

る。物体の領域を正確に推定することができれば食事の量の推

定や、カロリー量の推定などへの活用が期待される。しかしな

がら、食事画像においては大規模な領域分割データセットは存

在しない。一方で、UECFOOD100や Food101など大規模な
クラスラベルが付与されたデータセットは多く存在する。また、

食事画像は人々の生活に密接に結びついており、大量の食事画

像が SNSにアップロードされている。これらの SNSの画像の
多くはテキストやタグなどの情報が付与されており弱教師情報

を保持していると考えることができる。このようなクラス分類

データセットや膨大なWeb画像を用いて学習し、領域分割を
行うことができれば大きな利益になるはずである。本研究にお

いては、食事画像データセットにおける弱教師あり領域分割の

精度向上させる手法を提案する。

本研究においては、一般物体の弱教師あり領域分割で有効性

が示されている変化領域の検出を用いた弱教師あり領域分割手

法 [1] を用いる。この手法は Class Activation Map(CAM) を
用いて、クラス分類結果を可視化し、CRFと変化領域の検出に

図 1 提案手法のアイディア図.

よりクラス分類の可視化結果を実際の物体の領域に近づけてい

く手法である。この手法は、一般物体の弱教師あり領域分割の

ベンチマークで高い精度を達成しているが、食事画像に適用す

る上では一般物体と食事画像の違いを考える必要がある。特に、

食事画像においては常に皿が存在し、皿領域を食事の領域分割

結果に含めるかという問題がある。領域分割において皿領域を

領域分割結果に含めたほうがよいかどうかは、応用方法次第で

変わることが想定される。例えば、カロリー推定であれば皿領

域が食事領域に含まれることは望ましくなく、食事領域をイン

ペインティングする必要があれば、皿領域も領域分割結果に含

まれていたほうが望ましいはずである。もし、皿領域を推論す

ることができればどちらの場合にも対応することができる。そ

こで、本研究では領域レベルのアノテーションを用いずに皿領

域についても弱教師ありで推論をする。図に提案手法の意図を

示した。

皿領域を領域レベルのアノテーションを用いずに推論するた
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めに、本研究では食事クラスのクラス識別器のみでなく、食事

か非食事かの識別器の学習を同時に行う。食事か非食事かの認

識においては、食事と共起が強い皿領域が反応するはずである。

一方で、食事カテゴリの識別結果においては、皿は常に画像中

に含まれるので食事カテゴリの認識への寄与は大きくない。つ

まり、食事識別器と、食事カテゴリ識別器の可視化において、皿

の領域の反応が異なっていることが期待できる。本研究では、

この二種類の識別器における皿領域の可視化結果の違いを用い

て、皿領域を領域レベルのアノテーションなしで推論する。

2. 関 連 研 究

本研究では、関連の深い研究として、食事画像認識について

の研究と、弱教師あり領域分割の研究を紹介する。

2. 1 食 事 認 識

食事画像の認識はカロリー推定や食生活の改善に役立つもの

として、画像認識におけるアプリケーションの一つとして研究

され、これまで多くの [2]～[8]研究が発表されてきた。しかし
ながら、多くの研究は画像に一枚しか食事が含まれていない場

合を想定している。複数の食事を認識し、位置の推定を行うこ

とで、より詳細なカロリー推定への応用を行うことが可能であ

り、これまでいくつかの研究が発表されている [5], [9]～[11]。
松田ら [5]は複数の食事を検出するために、Deformable Part

Model (DPM) [12]、円検出、JSEGによる領域分割 [13]を用い
た。He ら [11] は Local Variation [14] を食事の領域分割に活
用しカロリー推定を行った。モバイル食事認識アプリとしては

河野ら [9], [10]の研究があり、ユーザーのインタラクティブな
操作から GrabCutにより食事の領域分割を行った。近年の研
究としては、Myers ら [15] による、“Im2Calorie” と呼ばれる
モバイルフレームワークがある。Myersらはピクセルの深度情
報を Deep learningにより推定し、体積に基づいてカロリーを
推定した。

2. 2 弱教師あり領域分割

クラス分類結果を可視化する手法を用いることで弱教師あ

りの条件で領域分割が可能である。認識結果の可視化におい

ては，画像におけるクラス分類に寄与した領域を推定する。ク

ラス分類に寄与した領域と領域分割における対象領域との間

には相関があり，認識結果の可視化は弱教師あり領域分割の

手法として活用できる。Simonyanら [16]は，Zeilarらと類似
した手法で特定のクラスについての信号を逆伝搬させること

で，CNNの認識結果に対するクラス応答を可視化させた。派
生手法に Guided Backpropagation [17] がある。これの拡張手
法としては下田ら [18], Jianmingら [19]の手法がある。近年は
Backpropagationを用いなくても Forwardの Activationから
認識の可視化が可能であることが知られるようになった。Class
Activation Mapping(CAM) [20]は可視化の基本的な手法とし
て近年幅広く用いられている。

領域分割モデルを学習する際に，領域分割モデルの出力自身

を教師情報にすることで精度改善が可能であることが知られて

いる。Chenら [21]，Pathakら [22]は領域分割モデルの出力を
領域の確信度とみなして，画像ラベル情報と前景領域と背景領

域の割合などから領域分割結果で得られる結果を制限すること

で，領域分割モデルを弱教師ありの条件下で学習させた。その

後， Weiら [23] は低次特徴量による物体顕著性マップを用い
て学習画像の領域分割を行い，その領域分割結果を領域の教師

情報として再学習を行った。Weiらの手法は単純ながら既存の
弱教師あり領域分割の精度を大きく上回り，事前に領域分割マ

スクで学習する手法が広く行われるようになった。

一般に弱教師ありの条件で学習された DCNNから得られる
物体の領域の確率分布は物体の輪郭が曖昧である。これを色

特徴やエッジを用いた低次の特徴量を用いることでより正確

な領域がえられることが知られている。特に CRFを使った領
域の補正手法が有効であることが知られている。Chenら [21]，
Pathakら [22]は後処理として CRFを採用し， 弱教師あり領
域分割の精度が改善することを示した。Ahnら [24]は， CRF
で得た領域を教師情報として，ピクセルレベルの特徴量の類似

度を学習する手法を提案した。このように CRFは弱教師あり
領域分割の精度向上に大きく貢献している。しかしながらCRF
は必ずしも結果の改善を保証するものではなく，むしろ結果を

悪化させることがあり，これが弱教師あり領域分割の精度向上

を妨げている側面がある。下田ら [1]は上記の問題点に着目し、
２つの領域候補について変化を推論するモデルを学習し， ２

つの候補領域からより多くの正解領域を抽出する手法を提案し

た。本手法においては、下田ら [1]の手法をベースとしてこれ
を食事画像に適用した。

3. 手 法

本研究においては、食事画像における弱教師あり領域分割手

法を提案する。既存の弱教師あり領域分割において高い精度を

達成している手法を [1]食事画像について適用する。また、こ
れをよい精度で達成するために、皿の領域についてもピクセル

のアノテーションなしで推論を行い、この皿の領域の推論結果

を活用し、変化領域の推論による手法に適用し、弱教師あり領

域分割を行う。セクション 3. 1において皿領域の推論方法の提
案、セクション 3. 2において、今回ベースとして扱う手法 [1]に
ついて紹介、セクション 3. 3において皿領域の推論結果を活用
した食事の弱教師あり領域分割の改善手法を提案する。

3. 1 皿領域分割モデルの学習

本研究においては食事領域分割結果の精度を向上させる

ために、皿領域を推論する領域分割モデルを学習するた

めの領域分割マスクを生成する。皿領域の推論を行うため

に、本研究では食事クラス識別器と非食事画像識別器の可

視化結果を用いる。入力画像 x について Class Activation
map(CAM)を用いた食事クラスの識別器による可視化結果を
vL = CAM(x; θL) ∈ RC×H×W、非食事画像識別器による可視

化結果を vF = CAM(x; θF ) ∈ R2×H×W とする。ただし、C

は食事のクラス数、θL, θF は識別器についてのパラメータであ

る。vF は食事か食事でないかの認識を行うため、可視化結果は

食事についての領域に対応しているはずである。一方で、食事

のカテゴリ識別器の可視化結果 vL は、クラス識別のために重

要な領域が反応する。この二つの可視化結果は両方食事の領域

が反応するはずであるが、これらの可視化の間には違いが存在

する。特に、食事識別器の可視化においては認識対象に非食事

画像が含まれているので、食事と共起の強い領域も同様に反応

するのに対して、食事カテゴリの識別においては食事の画像に
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図 2 (a):食事/非食事識別器の可視化結果。(b):ラベルセット y にお

ける食事クラス識別器の可視化結果。(c):ラベルセット y におけ

る上位 k クラスについての食事クラス識別器の可視化結果。(d):
生成された皿領域マスク。(e):皿領域の推論結果。(f):皿領域の
推論結果+CRF。

ついて共起の強い物体は常に画像中に存在するので共起の強い

領域はクラス分類に貢献しない。つまり、これらの可視化結果

においては、食事について共起の強い、例えば食器や皿といっ

た物体が反応するか否かについて大きな違いが生まれるはずで

ある。本研究においては、非食事識別器の可視化結果と、食事

カテゴリの可視化結果の違いから食事について共起の強い領域

を皿領域であると仮定してこの抽出結果を皿領域とする。

本研究においては、二つの食事についての識別器の可視化結

果の差分から皿領域の領域分割マスクを生成する。まず、食事

か食事でないかの二値領域分割結果mF,cam を vF から得る (図
2-(a))。次に、画像に付与されたカテゴリラベル y についての

領域 my
L,cam をこれに相当する可視化結果 vy

L ∈ Rcy×H×W か

ら得る (図 2-(b))。仮に、この mF,cam と my
L,cam が正しく抽

出することができたとすれば、この領域の差が食事に共起の強

い領域となっているはずである。しかしながら、食事分類は詳

細クラス分類であり、可視化結果は信頼できる精度ではない。

そこで、本研究ではクラスラベルに対応する可視化結果に加え

て、認識結果の上位 kクラスまでの可視化結果 vrk

L から得られ

る領域 mrk

L,cam を不確かな領域として設定した (図 2-(c))。実
際には、mrk

L,cam によって得られる my
L,cam と重複しない領域

を学習には使用しない領域として扱った。以上の処理により生

成した領域分割マスクをmP,cam(図 2-(d))とした。この生成し
た背景、皿領域、食事領域の三値の領域分割モデルを mP,cam

を用いて学習する。この学習により得られる皿領域分割結果に

CRFを適用した結果をmP,out(図 2-(f))とし、これを食事の領
域分割モデルの精度向上のために活用する。

3. 2 変化領域の推論による弱教師あり領域分割 (SSDD
module)

本研究においては、[1]の手法をベースとして食事の弱教師あ
り領域分割を行う。この手法においては、二つの候補領域マス
クについて変化領域の推論を行い、二つの候補領域を統合する。
図 3に手法の概要図を示した。具体的には、セクション 3. 1にお
ける Class activation mapにより得られたマスク mF,cam と、
食事領域分割結果と皿領域分割結果の統合結果mF,plt(3. 3. 1に
おいて後述)を本手法により統合する。これらの変化領域を推
論しピクセルレベルでどちらのラベルがよいかを評価し、領域

図 3 提案手法でベースとして扱った弱教師あり領域分割手法 [1] にお
ける SSDD モジュールの概要図。

分割結果の統合を行う。この二つの領域分割結果についての変
化領域M(mF,cam, mF,plt)を以下の式によって定義する。

M(mF,cam, mF,plt) =

{
1 if (mF,cam,u = mF,plt,u)

0 if (mF,cam,u |= mF,plt,u)
(1)

ただし、u ∈ {1, 2、..、n}はピクセルの位置、nはピクセル数を

表す。変化領域の推定においては、バックボーンネットワーク

の最終ブロックと最初のブロックの出力から抽出される特徴量

（eh、el）を活用する。変化領域の推論モデル (DD-net)とその
推論結果 dを次式で表す。

d = DDnet(eh, el, m̂; θd), d ∈ RH×W , (2)

ただし、m̂は、セグメンテーションマスク mの各ピクセルに

おけるラベル情報をワンホットベクトルとしてエンコードした

ものである。また、θd は、領域分割モデルの学習に依存しない

変化領域の推論のためのパラメーターである。この変化領域の

推論モデルを以下の式により学習する。

Ldiff = 1
|S|

∑
u∈S

(J(M, dF,cam, u) + J(M, dF,plt, u)), (3)

J(M, dF,cam, u) = M log σ(dF,cam,u) + (1 − M) log(1 − σ(dF,cam,u)),

J(M, dF,plt, u) = M log σ(dF,plt,u) + (1 − M) log(1 − σ(dF,plt,u)).

推論時においては、この変化領域の推論モデルを、2つの候
補セグメンテーションマスク（mF,cam、mF,plt) に適用し、（
dF,cam、dF,plt）を得る。この変化領域の推論結果に基づいて、

各ピクセルのラベルの信頼度 w を定義する。

w(dF,cam, dF,plt, u) = dF,cam,u − dF,plt,u + bu, (4)

bu =

{
bg ± bcl either mu belongs to C,

(
∀c ∈ y,

∑
|Sc

v,O
|∑

|Sc
g,O

|
< 0.5

)
bg otherwise

(5)

ただし、bはハイパーパラメータである。(bg = 0.4, bcl = 1.0).
これらの値はグリッドサーチにより求めた。信頼度 wに基づい

て、統合された領域分割結果mF,tch を以下のようにして得る。

mF,tch,u =

{
mF,cam,u if (w(dF,cam, dF,plt, u) ≧ 0)

mF,plt,u if (w(dF,cam, dF,plt, u) < 0)
(6)

この領域分割結果の統合結果 mF,tch を教師情報として、食事

画像領域分割モデルの学習を行う。

3. 3 皿領域の推論結果を活用した食事の弱教師あり領域分

割の精度向上

皿領域は内側が食事領域で外側が非食事領域であるという性
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図 4 提案手法の概要図.

質がある。本研究ではこの皿領域と食事領域の関係性を活用し

て、食事領域の領域分割の精度改善を目指す。本研究では弱教

師あり領域分割を行うために 3. 2における変化領域の推論を活
用した手法を用いる。本研究ではこの手法を SSDD モジュー
ルとして、二つの領域分割結果を入力とし、より高い精度の領

域分割結果を返すモジュールとして扱う。図 4に手提案手法の
概要を示した。本手法においては [1]を活用するが、図に示す
ように、この手法においては二つの領域マスクを統合し、新し

い領域マスクを得る。この統合された領域分割マスクを教師情

報として領域分割モデルを学習する。本研究では入力として、

CAMによる領域分割結果 mF,cam と領域分割モデルの出力と

皿領域の領域分割結果 mF,plt を使う。統合された領域分割の

マスクの精度は入力に用いる二つの領域マスクの精度に依存す

るので、これらの入力の領域分割の改善は最終的な精度向上に

つながる。セクション 3. 3. 1 においては mF,plt の精度を改善

する手法、セクション 3. 3. 2においてはmF,cam の精度を向上

させる手法、セクション 3. 3. 3では食事画像の領域分割におい
ては背景カテゴリの出力が強くなる傾向を抑えるための手法の

提案を行う。

3. 3. 1 皿領域の推論結果による食事領域の推論結果の制限

通常の食事領域分割では食事領域と皿領域が混合してしまう

ことがある。本研究においてはこれを防ぐために、皿領域の領

域分割結果を食事領域分割結果に反映させる。食事の領域分割

の出力について、CRFを適用した結果をmF,out とする。これ

を皿領域の領域分割マスクmP,out を以下の式で統合し、mF,plt

を得る。

mF,plt =

{
mF,out if (mP,out = food class)

BG class if (mP,out = BG or plate class)
(7)

この食事領域の出力の制限により、SSDDモジュールの入力の
精度向上が期待できる。

3. 3. 2 領域分割の補正結果のフィードバックによるCAM
の精度改善

3. 3. 1では、SSDDモジュールの出力におけるmF,plt の精度

を改善したが、CAMの結果も SSDDモジュールの出力結果の
精度に依存しており、高い精度の領域分割を目指すにはこれを

改善する必要がある。CAMの結果を改善するために、本研究
では SSDDモジュールによる領域分割の統合結果と CAMの結
果が一致するように Classifierを訓練する手法を提案する。ク

ラス分類においては特徴量全体を平均して一つのベクトルにす

るが、CAMにおいては特徴量をそのまま分類しており出力結
果は各ピクセルについてのクラス分類結果であると考えること

ができる。そこで、本手法では領域分割結果と CAMの結果で
異なる領域について、クラスラベルを生成し、このラベルを用

いて識別器を学習することにより、CAMと SSDDモジュール
の出力を近づける。これにより、CAMの精度が徐々に向上し、
SSDDモジュールの統合結果 mF,tch の精度も向上することが

期待できる。CAMについての領域分割マスクmF,cam、SSDD
モジュールで統合された領域分割マスク mF,tch についての差

を mF,dff とする。本提案手法ではこのマスク mF,dff におけ

るクラス分類結果が mF,tch と一致するように学習させる。ク

ラス分類における Global pooling前の特徴量を eh(x; θe)とす
る。これらについてマスク mF,dff の各クラス k についての領

域ピクセルセットを Sk
F,dff とする。ek

h におけるmF,dff に対応

する特徴 ek
d は、以下の式によって計算することができる。

ek
d(x; θe) = − 1

|Sk
F,dff |

∑
u∈Sk

F,dff

eh(x; θe), (8)

CAMの精度は入力の特徴量とクラス識別器のパラメータ θclに

依存している。CAMの結果を領域分割結果mF,tchに近づける

ために、本手法では ek
d(x; θe)における識別器の出力が mF,tch

のクラスに一致するように、次式により食事のクラス識別器を

学習させる。

Lfeedback = − 1
|ŷ|

∑
k∈ŷ

log(pk
d(x; θcl)), (9)

ここで、ŷ は背景クラス（y ∈ ŷ）の注釈付きカテゴリラベルの

セットであり、pk
d は θcl により条件付けられた確率分布である。

3. 3. 3 皿領域の推論結果を活用した背景領域の出力の制限

食事の領域分割は詳細クラス分類であるために、一般の領域

分割と比較して難易度が高く分類が難しい。領域分割が失敗す

る場合、食事の分類結果は背景領域として分類されることが多

い傾向になる。そこで、本セクションでは皿領域の領域分割結

果を用いて背景領域の推論について制限をかける。皿領域の領

域分割結果の食事領域は、食事の領域分割結果の背景以外のク

ラスとなるはずである。そのため、皿領域の領域分割結果の食

事領域に対応している部分は背景領域が出力されないはずであ

る。そこで、本研究では食事の領域分割結果において、皿領域

の食事領域に対応する領域において背景領域が出力されないよ

うに皿領域の領域分割結果を用いて食事の領域分割結果を補正

した。食事領域の推論結果を h(; θs)、皿の領域分割結果におけ
る食事領域を Spf とする。このとき、以下の式により、背景領

域の出力について制限をかけた。

Lpenalty = − 1
|Sfood

P,out|

∑
u∈S

food
P,out

log(−hbg
u (x; θseg)), (10)

ただし、hbg
u は backgroundクラスにおける食事領域分割結果

の出力、Sfood
P,out は皿領域分割結果における食事クラス foodの

領域の集合である。

3. 4 最終的な領域分割モデルの学習におけるロス関数

本セクションでは最終的な弱教師あり領域分割モデルの学習
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について述べる。食事領域分割モデルのパラメーター θseg は、

以下の式により SSDDモジュールmF,tch の統合結果を用いて

学習される。

Lmain = − 1∑
k∈ŷ

|Sk
F,tch|

∑
k∈ŷ

∑
u∈Sk

F,tch

log(hk
u(x; θseg)).

(11)
また、これに加えてセクション 3. 3. 2と 3. 3. 3で提案したロ
ス関数を以下の式により同時に学習する。

Lfinal = Lmain + 0.1Lfeedback + 0.1Lpenalty (12)

Lfeedback と Lbgpen の係数についてはグリッドサーチにより決

定した。

4. 実 験

本実験においては UEC-FOOD100 データセット [5] を使用
する。UEC-FOOD100 データセット [5] は 100 クラスの食品
カテゴリで、各カテゴリには 100枚の画像が含まれている。各
食事画像はバウンディングボックスのアノテーションを保持し

ているが、領域分割マスクのアノテーションは付与されていな

い。そこで、本研究では評価のために領域分割のアノテーショ

ンを UEC-FOOD100データセットの 10%に付与を行い、これ
を用いて実験の評価を行った。また、このアノテーションは評

価のみに用いた。

4. 1 提案手法の実装における詳細

領域分割モデルとして、[1]で使用されているアーキテクチャ
と同じ ResNet-38モデルを用いた。入力画像サイズは、トレー
ニング画像とテスト画像どちらにおいても 448x448とした。領
域分割モデルは Pascal VOC datasetの画像および、ImageNet
の画像を用いて pre-trainingされたモデルでパラメーターの初
期化を行った。Learning rateを 1e-3に設定し、Cosign worm
upにより学習中に学習率を減少させた [25]。

4. 2 皿領域の推論

本研究においては食事の弱教師あり領域分割を行ううえで、

皿了領域を推論することも重要であると考え、食事カテゴリ識

別器と非食事識別器の可視化結果から皿領域モデルのための領

域ラベルを生成した。本研究ではこの領域分割マスクを用いて

皿領域推論モデルを学習した。図 5に本手法により学習するこ
とで推論された皿領域の例を示した。単純に色特徴量に頼って

いたり、円形の物体のみを推定しているのではなく、提案手法

により様々なタイプの皿領域が推論されていることがわかる。

これは、教師情報を用いていない結果であることを考慮すると、

優れた結果であるといえる。

4. 3 提案手法の効果の検証

本研究においてはセクション 3. 3. 3, セクション 3. 3. 1, セク
ション 3. 3. 2において、それぞれ皿領域の推論結果を活用した
弱教師あり領域分割結果の改善手法を提案した。表 1にそれぞ
れの提案手法をとり入れた際の弱教師あり領域分割の精度を示

した。全ての手法を取り入れた結果は mean IoUと Pixel acc
の両方で最高精度を達成している。個々の手法は、単一では有

効に働かないものもあったが、組み合わせると有効に働き精度

向上に貢献していることがわかる。また、図 6にそれぞれの結
果の例を示した。それぞれの手法には特色があり、(I), (II)の

図 5 皿領域の推論結果の例。

表 1 提案手法の適用による精度の変化

Method Sec3. 3. 3 Sec3. 3. 3 Sec3. 3. 3 mIoU Pix acc
(I) - - - 50.2 77.5
(II) - ✓ ✓ 49.8 78.9
(III) ✓ - ✓ 46.0 67.3
(IV) ✓ ✓ - 51.2 78.2
(V) ✓ ✓ ✓ 52.3 80.4

図 6 弱教師あり領域分割結果の例。 (II),(III),(IV)(V)の結果は表 1
の手法に対応している.

手法は背景領域の推論結果に大きく寄与していることがわかる。

手法 (III)においてはクラス識別器への feedbackにより、背景
領域の推論の精度だけでなく、領域分割モデルの識別結果が改

善されていることがわかる。

本研究では、セクション 3. 3. 3, セクション 3. 3. 1、セクショ
ン 3. 3. 2における提案手法により、弱教師あり食事領域分割の
精度向上を目指した。表 1 は、各提案手法を適用した際の弱
教師あり食事領域分割の精度を示している。結果としては、全

ての提案手法を組み合わせたアプローチがMean IoUと Pixel
accの両方の評価尺度において最高精度を達成した。各提案手
法は、単独で使用した場合は効果的に機能しない場合があった

が、組み合わせることにより効果を発揮していることがわかる。

各提案手法の効果を示す例を図 6に示した。この例から提案手
法はそれぞれ領域分割結果の外観に特定の効果を与えているこ

とが見て取れる。特に、(I)と (II)の手法は、背景領域の推論
結果に大きく寄与していることがわかる。(III)の手法における
クラス識別器へのフィードバックにおいては、背景領域のみで

なく、食事カテゴリの識別においても精度が向上していること

が見て取れる。
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表 2 他の弱教師あり領域分割手法との比較

Method mIoU Pix acc
Base method [1] 50.2 77.5

BB annotation + GrabCut [26] 51.1 81.9
Proposed 52.3 80.4

4. 4 他の弱教師あり領域分割手法との比較

BB annotation + GrabCutは [26]において用いられている
バウンディングボックスのアノテーションを活用した手法であ

る。具体的には、画像に付与されているバウンディングボック

スについて、グラブカットを適用し、グラブカットで得られた前

景領域にクラスラベルを与えて領域分割モデルの教師情報とす

るアプローチである。UEC FOOD100はバウンディングボッ
クスを保持しているデータセットであるので、このアプローチ

が適用可能である。バウンディングボックスのアノテーション

は領域分割と比較すると低コストであるが、クラスラベルと比

較すると遥かに高コストである。バウンディングボックスを用

いる手法はクラスラベルのみを用いる手法と比較して大きく有

利であり、強力なベースラインであるといえる。表 2 に提案
手法と既存手法の比較を示した。Base method は本提案手法
がベースのフレームワークとして用いた手法 3. 2であり、表 1
における (I)の結果に相当する。驚くことに、Base methodは
クラスラベルのみを用いた手法であるものの、バウンディング

ボックスを用いた手法に近い精度を達成している。一方で、提

案手法による皿領域の推論結果を活用したアプローチは、mIoU
においては、Base methodのみでなくバウンディングボックス
を用いた手法より高い精度を達成しており、優れた結果になっ

ていることがわかる。

5. 結 論

本論文では、認識結果の可視化の差分から食事画像における

皿領域を求める手法を提案した。具体的には、食事カテゴリ識

別器と食事/非食事識別器、2種類の食事画像についての識別器
の視覚化結果の違いから、食事画像と共起の強い領域（皿領域）

を抽出した。さらに、本論文ではこの皿領域から食事画像の皿

領域推論モデルを学習し、これを用いて弱教師あり食事画像領

域分割の精度が向上可能であることを示した。
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