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ラーメンスタイルエンコーダーを用いた

スタイル特徴とマスク画像からの画像生成
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あらまし 近年、Web上のブログや Twitter と Instagramのようなソーシャルネットワークサービス (SNS)などに大
量の画像がアップロードされている。ユーザーはWeb上により魅力的な画像をアップロードしたいと考えて、画像
をより魅力的に作るために画像を編集したり合成する。しかし、そのような画像の編集や合成は熟練した画像編集ス

キルと多くの時間を必要とする難しい作業である。一方、深層学習技術の発展により画像の生成や変換の技術が盛ん

に研究されている。特に GAN(Generative Adversarial Networks) [1]という高品質の画像を生成や変換する強力なフ
レームワークの登場により画像生成技術は大幅に改善された。本研究では、希望する形状とスタイルを基にした画像

を生成することを目的にして、まず、GANを基にした Image-to-image 変換ネットワークを使用して、スケッチ画像
からリアルな画像の生成を行う。次に、新しい Style encoderを作成して、スタイルを考慮した画像生成をネットワー
クを作成した。実験では、ラーメン画像の実画像とマスク画像を学習して、1つのスタイル画像のスタイル及び複数
の特定のスタイル画像からスタイル特徴を抽出して、そのスタイルを考慮したラーメン画像の生成を行い、生成結果

を評価した。
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1. は じ め に

近年、Web上のブログやTwitter と Instagramのようなソー
シャルネットワークサービス（SNS）などに大量の画像がアッ
プロードされている。ユーザーはWeb上に画像をアップロー
ドする時、より魅力的な画像をアップロードしたいから、また

は様々な目的で魅力的な画像を作りたいと考える。そのように

画像を魅力的に作るために、元画像を編集したり、異なる画像

を用いて画像を合成する場合がある。しかし、そのような画像

を編集または合成する作業は熟練した画像編集のスキルと多く

の時間を必要とする難しい作業である。

一方近年、深層学習の発展により様々な研究やタスクの精度が

飛躍的に向上された。特に深層学習を用いた GAN(Generative
Adversarial Networks) [1]という高品質の画像生成や変換する
強力なフレームワークの登場により、様々な画像生成や変換に

関する研究が盛んに行い、画像生成技術が大幅に改善され、よ

り高品質の画像を生成することができるようになった。しかし、

一般的な GANのネットワークは生成画像の属性の制御ができ
なかったので、GANの構造に条件を付与して生成画像を制御
する Conditional GAN(cGAN) [2]を提案することで、生成画
像を制御することができるようになった。Image-to-image 変
換はソースドメインからターゲットドメインへのマッピングを

学習して画像から画像変換を行う手法として、生成画像の属性

が制御できる cGAN のネットワークに入力画像を潜在ベクト
ルにエンコーディングする Encoderを追加して、画像を変換を
行う手法である。

GANを基にした様々な研究には、人の顔画像、数字画像、風
景画像または都市景観画像のデータセットが幅広く使用されて

いる。一方、GANを使用して食品の画像を生成または変換す
るタスクはかなり少ない。また、「ラーメン」は日本で最も人気
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のある食べ物であり、アジア、アメリカ、ヨーロッパなど世界

中で人気のある日本料理である。

本研究では、ピクセル単位のラベルが付けられたラーメン画

像が含まれているラーメン画像データセットと Image-to-image
ネットワークを用いて、ユーザーがスケッチしたマスク画像を

基にして各要素の形状を制御したリアルなラーメン画像生成を

行う。しかし、生成結果がユーザーが希望するスタイルと違う

画像が生成され、生成画像のスタイルが制御できない問題があ

る。そのため、各要素のスタイル特徴を抽出する Style encoder
を追加することで、スタイルを反映したラーメン画像生成を

行う。

2. 関 連 研 究

GAN は Generator と Discriminator の 2 つのネットワー
クから構成され、Discriminator は実画像と合成画像を判別、
Generatorは Discriminatorが実画像と合成された画像を判別
できないようによりリアルな画像を生成することを目的にす

る画像生成のフレームワークである。GANのネットワークは
様々な応用が可能だったので、生成画像の品質を向上する研

究及び多様なタスクに GANを基にする応用研究が盛んに行っ
ている。GANは正規分布などの潜在変数をサンプリングして
画像を生成するが、生成画像を制御ができない。Conditional
GAN(cGAN) [2]は GANの構造に条件を付与して属性を制御
する画像生成ができるようになった。

Image-to-image変換はソースドメインからターゲットドメイ
ンへのマッピングを学習することが目的として、cGANの構造
に Encoderを追加することで、画像変換ができるようになった。
Pix2pix [3]は Encoder-Decoder構造をU-Net [4]というネット
ワーク構造を使用し、互いに対応するペア画像を使用して画像変

換を実現した。UNIT [5]と CycleGAN [6]では、ペア画像を学
習し使用する Pix2pixとは異なり、互いに対応されない画像を
用いて、画像変換を提案した。しかし、複数のドメイン間のマッ

ピングを学習するためには、すべてのドメインに対してモデルが

必要になるの問題がある。例えば、k個のドメインを学習するた

めには、k(k −1)個のモデルの学習が必要がある。StarGAN [7]
では、1 つのモデルで複数のドメイン間の Image-to-image 変
換を提案した。MUNIT [8]と DRIT [9]は画像の各要素のコン
テンツとスタイルなどの特徴を分離させ、その特徴を特徴別に

制御して、画像変換を行う Disentangled representation によ
る画像変換を提案した。Pix2pixHD [10]は、最大 256 × 256の
画像サイズまでが合成ができない制約がある Pix2pix を改善
して、2048 × 1024サイズの高解像度の画像の合成が可能にな
る。SPADE [11]では、正規化した後に損失される情報を防ぎ、
より良い品質の画像生成のために、SPADE(spatially-adaptive
normalization)という正規化レイヤーを提案する研究である。
また、SEAN [12]は SPADEの手法で領域ごとのスタイルを変
換する正規化レイヤーを提案することで、本研究と類似な研究

である。

本研究では、実画像と実画像に対応するマスク画像を含めて

いる画像データセットと高品質の Image-to-image変換が可能
である SPADEの手法を参照して研究を行う。

図 1 Style Encoder の構造図。

3. 手 法

ここではマスク画像から画像生成する Image-to-image変換
のネットワークにスタイル特徴を抽出し、スタイルを考慮し

た画像生成について説明する。まず、スタイル画像から各要

素のスタイルを抽出する Style encoderについて説明し、次に
Image-to-image 変換のネットワークである SPADE の手法と
作成した Style encoderに組み合わせについて説明する。

3. 1 Style Encoder
スケッチ画像を基にして生成した画像のスタイルを制御する

ために Style encoderを作成する。スタイルを抽出する方法と
しては、図 1 のような流れである。まず、スタイルに使用す
る画像を Convolutionレイヤーと Transposed convolutionレ
イヤーの encoder に入力して、入力画像の特徴マップを取得
する。Convolution - Transposed convolutionレイヤーの構造
は SEAN [12] を参考にした。その後、入力画像に対応するマ
スク画像のサイズを調整し、特徴マップと組み合わせてMask
Average Pooling を行い、各要素ごとのスタイル特徴を抽出
する。

Mask Average Pooling については、まず、スタイル画像か
ら特徴マップ取得し、マスク画像を特徴マップのサイズと同様

になるようにマスク画像を調整する。次に、図 2の流れのよう
に、各要素ごとのスタイル特徴マップとマスク画像の各要素ご

とのセマンティックラベルマップを掛け算することで、マスキ

ングされた特徴マップを取得する。その後、マスクピクセル数

を持って特徴ごとに平均を計算する。最後に、特徴を足し算す

ることでスタイル特徴を抽出することが可能である。

3. 2 GeneratorとDiscriminator
Generatorはスタイルを考慮した画像生成をするために、Style

encoder から抽出されたスタイル特徴と改良した SPADE [11]
のNormalizationを用いてGeneratorの学習を行う。具体的な
方法として、Generatorと残差ブロックの構造は既存の手法と
類似だが、図 3のように Normalization構造をスタイル画像と
マスクから抽出した要素ごとのスタイルとマスク画像を連結し

て正規化を行うように改良する。これにより、各要素の領域情

報とスタイル情報を Generatorに入力することができるので、
既存の手法では難しかった各要素ごとのスタイルを制御するこ

とが可能になり、各要素のスタイルを考慮した画像生成ができ

るようになる。

Discriminatorは既存手法である SPADEに使用した各レイ
ヤーごとにを Instance normalization適用し、Spectral normal-
izationを使用するMulti-scale Discriminatorを用いてネット
ワークの学習を行う。
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図 2 Mask Average Pooling の流れ図。

図 3 Style Encoder と Spade Normalization を組み合わせた構造図。
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3. 3 損 失 関 数

本研究の損失関数は Pix2pixHD [10] と SPADE [11] の 3 つ
の損失関数に Style encoderを追加して抽出したスタイルを反
映するように改良した損失関数を使用した。

(1) Adversarial損失
Conditional Adversarial 損失は式 1 のミニマックスゲーム
を通して、実画像の条件付き分布をモデリングする。G は

Generator、D1、D2 は Discriminator、E は Style encoderで
ある。

Ladv(G, D, E) = min
G,E

max
D1,D2

∑
k=1,2

LGAN (G, Dk, E) (1)

LGAN は次の式 2のようなHinge損失関数を用いている。そ
の式で xは入力画像、sは xの領域分割したマスク画像である。

LGAN (G, D, E) = −E[min(0, −1 + Dk(s, x))]

− E[min(0, −1 − Dk(s, G(s, E(s, x))))]

(2)

(2) Feature matching損失
Discriminator Dk の i番目レイヤーの特徴マップを D

(i)
k と

定義する。また、 T は Dk のすべてのレイヤーの数、Ni は各

レイヤーでの要素の数である。

LF M (G, Dk, E) =E
T∑

i=1

1
Ni

[∥D
(i)
k (s, x)

− D
(i)
k (s, G(s, E(s, x)))∥1]

(3)

(3) Perceptual損失
F (i) は VGGネットワーク [13]の i番目のレイヤーであり、

Mi は VGGネットワークの要素の数である。

Lperceptual(G, F, E) =E
N∑

i=1

1
Mi

[∥F (i)(x)

− F (i)(G(s, E(s, x)))∥1]

(4)

最後に、その 3つの損失関数を組み合わせて画像生成の学習
を行う。本研究では、λ1 = λ2 = 10として学習を行った。

Ltotal = min
G,E

((
max

D1,D2

∑
k=1,2

LGAN (G, Dk, E)
)

+ λ1

∑
k=1,2

LF M (G, Dk, E) + λ2Lperceptual(G, F, E)
)

(5)

4. 実 験

本実験では、次の 3つの条件で画像生成の実験を行う。
• 従来手法と画像生成結果の比較

• 1つのスタイル画像と任意のマスク画像
• 複数のスタイル画像と任意のマスク画像

また、各実験にはラーメン画像のデータセットを用いた実験

を行う。

図 4 ラーメン画像のデータセットの例 （上：元画像、下：各要素を

領域分割したマスク画像）。

表 1 スタイルを考慮した画像生成結果を FID とユーザー評価を実施
した結果

FID ユーザー評価

SPADE 73.19 24.87%
Ours 78.53 75.13%

4. 1 データセット

本研究では、555枚のラーメン画像と各要素ごとにラベルが
付けられたマスク画像で構成されているラーメン画像データ

セット [14]を使用した。また、このデータセットのマスク画像
はマスク画像の各要素は 15クラスにカテゴリで構成している。
データセットの例は図 4である。
本実験では、データセットの中で 500枚ずつの実画像とマス

ク画像を用いて各タスクの学習を行い、55枚ずつの実画像とマ
スク画像を使用してテストを行う。また、スープカテゴリの明

確な確認のために、カテゴリの中で塩スープ、醤油スープ、味

噌スープ、豚骨スープ、辛口スープの 5つのスープカテゴリを
1つのスープカテゴリに統合して、画像生成を行った時にスー
プのスタイルが良く反映されたかも確認した。

4. 2 スタイルを考慮した画像生成

本実験では、3つの条件で実験を行う。まず、スタイル画像
から抽出したスタイルとスタイル画像に対応するマスク画像を

用いた画像生成を行って、従来手法と比較して評価を行う。次

に、1つのスタイル画像から抽出したスタイルと任意のマスク
画像を用いた画像生成を行う。最後に複数のスタイル画像から

指定して抽出したスタイルと任意のマスク画像を用いて画像生

成を行う。

4. 2. 1 従来手法と画像生成結果の比較

本実験では、1つのスタイル画像とそのスタイル画像に対応
するマスク画像を用いてスタイルを考慮した画像生成を行い、

従来手法である SPADE と生成結果の比較を行った。生成結
果は図 5で表せる。結果の図としては、1列目は入力マスク画
像、2列目は入力スタイル画像、3列目は生成した結果画像で
ある。評価には、Fréchet Inception Distance(FID) [15]とユー
ザー評価を用いて各手法を評価を行った。FIDを用いた評価で
は, 生成画像とラーメンデータセットの画像 555枚を用いて評
価を行った。ユーザー評価では、従来手法と提案手法から生成

された結果でスタイル画像からのスタイルが良く反映された手

法の結果を選択することで評価を行った。評価の結果は表 1で
表せる。
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Input Style
SPADE OursMask Image

図 5 スタイルを考慮した画像生成結果の比較 （1 列目：入力マスク
画像、2 列目：入力スタイル画像、3 列目：SPADE の結果、4
列目：本研究の手法の結果）。

4. 2. 2 1つのスタイル画像から抽出したスタイルと任意の
マスク画像から画像生成

次に, 特定のスタイル画像からスタイル特徴を抽出し、任意の
マスク画像と抽出したスタイルを基にして、スタイルを考慮し

た画像生成を行う。図 6は実験結果として、1行目のスタイル
画像からスタイル特徴を抽出したスタイルと 1列目のマスク画
像を用いてスタイルを考慮した画像生成を行った結果である。

4. 2. 3 複数のスタイル画像から抽出したスタイルと任意の

マスク画像から画像生成

次に, 複数のスタイル画像から特定のスタイルを抽出し、マ
スク画像と抽出したスタイルを用いて画像生成を行った。ま

た、本実験で抽出するスタイルは、結果の明確な比較のために、

3つのカテゴリ要素（背景、器、スープ）に限って、スタイル
画像からスタイルを抽出し、スタイルを考慮した画像生成を行

う。実験の結果は、図 7で表せる。結果の図としては、1行目
にスタイル画像と各スタイル画像に抽出したスタイルのカテゴ

リが書いている。そして、そのスタイルと 1列目のマスク画像
を用いてスタイルを考慮した画像生成の結果である。

5. 考 察

本実験では、ラーメン画像データセットを用いて、Style en-

図 6 特定のスタイル画像から抽出したスタイルを考慮した画像生成

の結果。

coderを追加してスタイルを抽出し、そのスタイルを考慮した
画像生成を試みた結果、従来の手法では難しかったスタイルを

考慮した画像の生成ができた。

従来手法である SPADE と本研究の手法の結果を比較する
と、FIDを用いた評価は従来の手法が本研究の手法より良いス
コアが出る結果を得られて、従来手法がより多様なラーメン画

像の生成が可能であることをわかった。また、従来手法は特定

のスタイルを指定して生成することではないので、生成しやす

いスタイルで画像生成を行う傾向がある。そのため、FID を
用いた評価は従来手法のほうが良い結果になったと考える。し

かし、入力したスタイルが良く反映されたかを結果画像とユー

ザー評価の結果で比較すると、本研究の手法の方が既存手法よ

りカテゴリ要素のスタイルを良く反映させて画像生成を行った

ことが見られる.
また、本研究では、入力マスクとは異なる特定のスタイル画

像を用いた画像生成することや複数のスタイル画像から一部の

スタイルを抽出し、そのスタイルを適用して画像生成する実験

を試みた。この実験により、複数の特定画像から必要なスタイ

ル特徴だけを抽出し、その様々なスタイル特徴の組み合わせを

用いた画像生成を実現した.
しかし一方で、スタイルが良く反映されなかった結果も見ら

れた。例えば、図 8の 1行目の箸、2行目の器、3行目のレン
ゲのように各要素のスタイルが良く反映されなかった結果の例

である。この問題は、学習で使用したデータセットで一部の要

素の形状が一貫されない問題または色などのスタイルの多様性

が少ない問題があり、全体的なデータの数が少ないので、多様

なスタイルの画像を学習できなかったと考えられる。
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図 7 複数のスタイル画像から抽出したスタイルを考慮した画像生成

の結果。

Input Style Generated
Mask Image Image

図 8 スタイルが反映されなかった結果の例（1 行目: 箸, 2 行目: 器,
3 行目: レンゲ）。

6. お わ り に

本研究では、Image-to-image変換のネットワークと Style en-
coderを用いてスタイルを考慮したラーメン画像生成を行った。
従来手法では各要素ごとのスタイルの制御ができないので、

入力画像と生成画像の要素の色などのスタイルが異なる問題

があった。そのため、入力したスタイル画像のスタイルを考慮

する画像生成を行うために、Style encoderを作成し、SPADE
を改良することで、スタイルを考慮した画像生成するネット

ワークを作成した。実験でラーメン画像データセットを用いて、

ユーザーが簡単にスケッチした画像と好みに合わせたスタイル

を持っているラーメン画像を用いて新しいラーメン画像を生成

した。また、複数の画像からそれぞれ希望するスタイル特徴を

抽出して、スタイルを反映した画像生成も可能だった。

今後、本研究で生成したラーメン画像をより良い品質で生成

できるようにデータセットのデータを増やす予定がある。また、

ラーメン画像以外のデータセット（顔、ファッションなど）を

学習して画像生成を行う予定である。

謝辞本研究は JSPS科研費 17J10261、15H05915、17H01745、
19H04929、17H06100の助成を受けたものです。
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