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単一画像変換ネットワークによる
複数タスクと組み合わせタスクの学習

武田 麻奈1,a) 柳井 啓司1,b)

概要

近年，画像変換タスクにおいて，Multi Task Learning
（MTL）の様々な研究が行われている．一般的なMTLの
ネットワークは，共有エンコーダとタスク固有のデコー
ダで構成されており，タスク数が増えるとパラメータ数
が大幅に増加する．したがって，タスク固有の部分はでき
るだけ小さくすることが望ましい．本論文では，ごくわず
かなタスク固有部分を持つ単一ネットワークを使用した
MTLの方法を提案する．提案手法では，タスク条件信号
に基づいてアフィン変換を実行する Feature-wise Linear
Modulation（FiLM）を使用する．さらに，異なるタスク
の組み合わせを単一ネットワークに学習させることを試み
た．いくつかの実験により，提案手法を用いて，異なる画
像変換タスクとそれらの組み合わせタスクを学習できるこ
とを実証した．さらに，モデルサイズが小さいにも関わら
ず，様々な画像変換タスクの多くで最新のベースラインよ
りも優れた性能を示した．

1. はじめに
Deep Convolutional Neural Network (CNN) は，様々

な画像変換タスクで大きな成功を収めている．一般的な
Single Task Learning (STL) に対して，Multi Task Learn-
ing (MTL) では 1つのネットワークで複数のタスクを実行
可能である．しかし，多くのMTLのネットワーク [8]では，
タスクごとにデコーダやネットワークの一部を入れ替える
必要があるため，タスク数の増加によってネットワークが大
きくなるという問題がある．それに対して，共有エンコー
ダと共有デコーダで構成される単一のネットワークによる
MTLは，ネットワークのサイズがタスク数に依存しない利
点がある．しかし，一般的にタスクごとに異なるアクティ
ベーションの分布を持っているため，単一ネットワークで
複数タスクを学習させる場合，タスクごとに異なる分布に
調整する必要がある．このような学習を実現する手法の一
つに，Feature-wise Linear Modulation (FiLM) [2], [10]が
ある．FiLMは，条件信号に基づいたアフィン変換をネッ
トワークに適用することで，タスクごとに異なるアクティ
ベーション分布に調整を行う．
また，Dumoulinらの研究 [3]では，FiLMの特性を生か

し，スタイル変換において，複数のスタイルの転送方法を
提案した．しかし，複数の異なる画像変換タスクの実行に
ついては検証されていない．よって本論文では，単一ネッ
トワークを用いた複数の異なる画像変換タスクの学習と，
単一ネットワークによる複数タスクの組み合わせ学習につ
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いて検討する．
本論文では，組み合わせ学習方法として (1)順次組み合

わせと (2)領域マスキングによる組み合わせの 2種類のタ
スクの組み合わせを想定しており，セクション 3.3で説明
する．

2. 関連研究
Multi-task Learning（MTL）. MTLにおいて，複数

のタスクを共同学習することが精度向上につながると示さ
れている．しかし，複数タスクでの特徴共有は，共有する組
み合わせによっては悪影響も与えうる（タスク干渉）．本論
文では，タスク干渉を緩和させる方法として Feature-wise
Linear Modulation (FiLM) [2], [10]を用いる．また，多く
のMTLのネットワークはネットワークの一部にタスク固
有部分を持っており，タスクの数に比例してパラメータ数
が増加するという問題がある [8]．
MTLにおいて，異なる画像変換タスクを組み合わせた

タスクの学習方法は現在提案されていない．最も類似し
た研究の一つとして，Sym-parameterized Generative Net-
work(SGN) [1]がある．SGNでは，重み付き損失関数を変
化させて，複数ドメインの分布を学習し，画像を動的に混
合ドメインに変換する． 単一ネットワークを使用し，組み
合わせ学習を行う点は本論文と類似しているが，組み合わ
せるタスクはスタイル変換とドメイン変換であり，類似し
たタスクに限られる．
Feature-wise Linear Modulation (FiLM). FiLM [2],
[10]は，条件付きアフィン変換を形式化したものである．
入力に基づいてアフィン変換をネットワークに適用するこ
とにより，ネットワークの出力に与える影響を学習する．
具体的には，式 (1)のように，条件信号 cを入力としてス
ケーリング係数 γiおよびシフト係数 βiを出力する関数 fγ
および fβ を学習する．添字 iは特徴または特徴マップの
番号を意味する．ここで，式（2）で表されるように，γiお
よび βi は，ネットワークのアクティベーションである Fi

を調整する．

γi = fγ,i(c) , βi = fβ,i(c) (1)

FiLM(Fi|γiβi) = γiFi + βi (2)

Dumoulinらの研究 [3]では，FiLMをスタイル変換に適用
することで，複数スタイルの組み合わせを可能にしている．
本論文では，FiLMを用いた，単一ネットワークで複数タス
クの学習を行う手法を提案する．提案手法では，Dumoulin
らの研究をスタイル変換から複数の画像変換タスクまで拡
張させる．
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3. 手法
本論文では，単一ネットワークによる複数の異なる

画像変換タスクの学習に Feature-wise Linear Modula-
tion (FiLM) [2], [10]を用いる．FiLMは，様々な画像変換
タスクにおいてその有効性が示されている．したがって，
FiLMは画像変換タスクにおいて高い汎用性を持ち，単一
ネットワークで様々な画像変換タスクの学習が可能である
と言える．

3.1 タスク指定ベクトル
ネットワークへの，タスクの指定方法としてタスク指定

ベクトルを用いる．学習時には，ネットワークに学習させ
るタスクに応じたタスク指定ベクトル入力し，推論時には，
実行したいタスクに応じたタスク指定ベクトルを入力する．
タスク数が nの場合，タスク指定ベクトル cは n次元のベ
クトル [c1, ..., cn]として定義し，one-hotベクトルでタス
クを指定する．具体的には，タスク数 n = 3でタスク 1を
学習する場合は c = [1.0, 0.0, 0.0]となる．ここで，cがゼ
ロベクトル (c = [0.0, 0.0, ..., 0.0])は入力をそのまま出力す
る恒等変換を表す．学習に恒等変換を含めることで，タス
ク条件ベクトルに 0.0～1.0の中間値を与えることによる，
変換の強さの制御が可能になる．

3.2 ネットワークアーキテクチャ
FiLMを使用し，FiLMジェネレータと FiLMネットワー

クからなる図 1のようなネットワークを構築する．FiLM
ネットワークには，Johnsonらの研究 [6]の Resblock付き
Encoder-Decoder CNNを用いる．ただし，正規化レイヤ
として，Instance Normalization（IN）を使用し，最終レ
イヤを除くすべてのレイヤの後に FiLM レイヤを挿入す
る．INと FiLMの組み合わせは，AdaINと同じである [5]．
FiLMレイヤは，FiLMジェネレータから FiLMパラメー
タを受けとり，FiLMパラメータに基づいたアフィン変換
により，ネットワークの動作を制御する．
FiLMジェネレータは，StyleGAN[7]のマッピングネッ
トワークを参考に Fully Connected (FC) 層のみで構築す
る．FC層では，FiLMレイヤ番号 iにおける FiLMパラ
メータ γi，βiを生成する．FiLMレイヤの計算は，式 (1)，
式 (2)に基づき，INレイヤの後に FiLMジェネレータに
よって取得された FiLMパラメータ γi，βi を使用して行
う．ここで，γ はスケーリングパラメータ，β はバイアス
パラメータを表す．

3.3 組み合わせ学習
提案手法を用いて，複数タスクの学習に加えて組み合わ
せ学習を行うために (1)個々のタスクのみ（恒等変換を含
む）を学習，(2)組み合わせるタスクの合計損失関数によっ
て組み合わせタスクを学習，(3)作成した組み合わせタス
クの教師画像で組み合わせタスクを学習する 3つの方法に
ついて検討した．
方法 1では，単一のタスクのみを個別に学習する．組み
合わせタスクの推論は，FiLMベースの複数スタイルの転
送 [3]と同じ方法で実行されると仮定する．方法 2では，組
み合わせる複数タスクの合計損失関数を使用して，組み合
わせタスクを学習する．合計損失 Lmixed は，重み付けは
せずに，タスク Aと Bの学習結果から得られる LtaskA と
LtaskB を用いて，Lmixed = LtaskA + LtaskB と定義する．
方法 2と方法 3では，単一タスクのみで構成されていたタ

図 1 ネットワークアーキテクチャ.

図 2 IN+FiLM レイヤにおける計算.

(a) 順次組み合わせ (b) マスキングによる組み合わせ
図 3 組み合わせ学習における教師画像作成方法.

スクセットに組み合わせタスクを追加する．組み合わせタ
スクのタスク指定ベクトルは，タスク数 n = 3でタスク 1
とタスク 3の組み合わせ学習を行う場合，c = [1.0, 0.0, 1.0]
の形式で表される．方法 3では，組み合わせタスクの教師
画像を新しく作成する．図 3 に示すように，組み合わせ
タスクの教師画像を作成する方法は (a)順次組み合わせと
(b)マスキングによる組み合わせの 2つがある．順次組み
合わせでは，最初に画像修復を適用し，次にスタイル変換
を適用するなど，複数の画像変換タスクを順次組み合わせ
る．一方，マスキングによる組み合わせでは，特定の物体
領域のみのスタイル転送など，セマンティックセグメン
テーションによって推定された領域マスクを使用して，1
つのタスクによって処理された出力画像をマスクする．こ
こで，スタイル変換の教師画像は，学習中の同ネットワー
クでスタイル変換タスクのみを実行した時の出力結果を用
いる．組み合わせタスクの学習には，L2損失を使用する．

4. 実験
提案手法の性能を検証するために，(1)複数の異なるタ

スクの学習，(2)3つの組み合わせ学習方法の比較，(3)ベー
スラインとの比較を行った．データセットには，Pascal
VOCを使用した．Pascal VOCは，20クラスのピクセル
レベルの注釈がつけられた人や乗り物， 動物などの一般
画像のデータセットである．本実験では，Pascal VOCに
Hariharanら [4]が注釈データを作成した 11,355枚のデー
タセットのうち 8,498枚を学習データ，2,857枚をテスト
データとして使用した．入力画像サイズは，128×128 で
ある．ネットワークには，セクション 3.2 で説明してい
る FiLMベースのネットワークを使用した．FiLMジェネ
レータについては，モデルサイズを小さく保ちつつ，十分
な結果が得られた，1層の FC層を使用した．
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表 1 タスクと損失関数
番号 タスク名 損失関数
タスク 0 再構成 (恒等変換) L2損失
タスク 1 画像補完 L2損失 + 敵対的損失
タスク 2 画像修復 L2損失
タスク 3 セマンティックセグメンテーション L2損失 + 敵対的損失

タスク 4 スタイル変換 1 (Gogh) 知覚的損失 [6]

タスク 5 スタイル変換 2 (Munk) 知覚的損失 [6]

4.1 実験のタスクセット
表 1は，実験で使用した 6タスクとその損失関数を示し

ている．全てのタスクの入出力は全て 3チャネル画像であ
る．タスク 0は，恒等変換に相当する入力画像の再構成で
ある．タスク 3では，セマンティックセグメンテーション
は通常，クロスエントロピー損失を学習に使用し，クラス
数と等しいチャネル数を持つセマンティックセグメンテー
ションマスクを生成する．ただし本論文ではセマンティッ
クセグメンテーションを他のタスクと組み合わせるために，
その出力を，指定されたクラスの領域が切り取られ，他の
領域が塗りつぶされる 3チャネル画像とした．また，損失
関数には L2損失と敵対的損失を使用した．学習に使用さ
れる教師画像は，データセットの注釈マスクに基づいて人
工的に作成した．本実験では，切り取られるクラスに背景
クラスを除く 20クラスを設定した．

4.2 実験 1：複数の異なるタスクの学習
実験 1では，複数の異なる画像変換タスクを学習し，提

案手法を定性的に評価した．表 1に示す 6つのタスクを使
用して，ネットワークを学習した．タスク指定ベクトルに
は，ゼロベクトルを使用するタスク 0をのぞき，one-hot
ベクトルを使用した．図 4は，6つのタスクの出力結果で
ある．実験結果から，提案手法による複数の異なる画像変
換タスクの学習が可能であると言える．
さらに、推論時にタスク指定ベクトルを変化させて各タ

スクの強さを制御できることを検証した．図 5はタスク 0
を除くすべてのタスクについて，タスク指定ベクトルの対
応する要素に 0.0～1.0の中間値を指定することで，タスク
の強さを制御できることを示している．実験結果は，様々
な画像変換タスクの目的空間が，再構成タスクと目的タス
ク間の線形結合空間と見なせることを示している．さら
に，中間表現を学習することなく，推論時にこの目的空間
内でタスクの強さを制御できることを表している．

4.3 実験 2：3つの組み合わせ学習方法の比較
実験 2では，提案手法を使用して，様々な画像変換タス
クの組み合わせを学習できるかを検証した．検証では，セ
クション 3.3で説明した 3つの方法を比較した．学習タス
クには，表 1 に示されている再構築，画像修復，セマン
ティックセグメンテーション，およびスタイル変換 1の 4
つのタスクを使用した．そして，これらタスクの全組み合
わせパターンについて実験を行った．方法 3では，画像修
復とスタイル変換のペアに順次組み合わせ（図 3(a)）を使
用し，他の 2つのペアにマスキングによる組み合わせ（図
3(b)）を使用した．
図 6に組み合わせ学習の出力結果を示す．方法 1と方法

2は教師画像通りの出力結果が得られていないのに対して，
方法 3では教師画像とほぼ同じ出力が得られており，組み
合わせ学習が成功したことがわかる．以上のことから，作
成した組み合わせタスクの教師画像を使用することで，組
み合わせ学習が可能であると言える．
さらに，図 7のように，推論時に条件付きベクトルを変

図 4 提案手法による 6 つのタスクの学習結果.

図 5 各タスクの強さの制御. 縦軸は，各タスクに対応するタスク指
定ベクトルの要素の値を表す．

図 6 方法 1，2，3 を用いた組み合わせ学習の出力.

図 7 推論時にタスク指定ベクトルを変化させた時の組み合わせ学
習結果（方法 3）.

化させて，恒等変換から組み合わせタスク画像変換への自
然な変化が可能であることがわかった．ここで，画像修復，
セマンティックセグメンテーション，およびスタイル変換
1に対応するタスク指定ベクトルの要素は，それぞれ c1，
c2 および c3 である．この結果は，提案手法を使用するこ
とで，2つのタスク間の目的空間を 2つのタスクの線形結
合空間とみなすことができ，推論時にこの目的空間で組み
合わせタスクの度合いを制御できることを示している．

4.4 実験 3：ベースラインとの比較
実験 3 では，提案手法を定性的および定量的にベース

ラインと比較する． この実験では，すべてのベースライ
ンのネットワークアーキテクチャは提案手法と同じであ
る．最初のベースラインは，Sym-parameterized Genera-
tive Network(SGN) [1]であり，条件付き信号の挿入方法に
Conditional Channel Attention Module（CCAM）を採用
している．CCAMでは，条件付き信号とアクティベーショ
ンマップを統合することにより，特徴チャネルを制御する．
2番目のベースラインは，バイアス制御を備えた SGNの
CCAMである．3番目のベースラインは Piggyback [9]で
ある．これは，最初に学習したベースネットワークのパラ
メータを修正し，新しいタスクが追加されるたびにタスク
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表 2 提案手法とベースラインの比較.
提案手法 EncIN SGN SGN+bias Piggyback1 Piggyback2 Single SharedEnc

タスク 0 再構成 8.514 7.300 3.786 3.777 7.964 7.908 9.129 7.455

(PSNR⇑, SSIM⇑) 0.9870 0.9820 0.9579 0.9578 0.9854 0.9860 0.9892 0.9844

タスク 1 画像補完 10.306 9.825 3.445 3.451 9.101 8.139 11.129 6.243

(PSNR⇑, SSIM⇑)) 0.9931 0.9920 0.9553 0.9554 0.9939 0.9885 0.9945 0.9806

タスク 2 画像修復 10.762 9.838 3.665 3.656 7.590 6.942 10.506 6.839

(PSNR⇑, SSIM⇑) 0.9936 0.9916 0.8703 0.9572 0.9868 0.9830 0.9931 0.9825

タスク 3 セマンティックセグメンテーション 6.753 6.386 2.261 2.297 4.369 6.753 6.404 5.993

(PSNR⇑, SSIM⇑, IoU⇑) 0.9798 0.9775 0.9473 0.9500 0.9630 0.9801 0.9775 0.9753

0.5907 0.5689 0.4299 0.4454 0.4030 0.6014 0.5639 0.5545

タスク 4 スタイル変換 1 (FID⇓) 281.3 318.3 299.0 307.1 333.4.8 331.4 186.7 324.4

タスク 5 スタイル変換 2 (FID⇓) 235.3 250.6 263.6 250.1 297.6 323.3 163.9 251.6

組み合わせ 1 画像修復 + スタイル変換 1 (FID⇓) 304.3 361.3 349.1 343.4 - - -　 -

組み合わせ 2 画像修復 + 6.716 6.643 2.442 2.470 - - - -

セマンティックセグメンテーション 0.9794 0.9791 0.9524 0.9519 - - - -

(PSNR⇑, SSIM⇑, IoU⇑) 0.5755 0.5752 0.4700 0.4625 - - - -

組み合わせ 3 セマンティックセグメンテーション + 313.0 320.3 339.0 348.6 - - - -

スタイル変換 1 (FID⇓, IoU⇑) 0.5457 0.5403 0.5011 0.4555 - - - -

モデルサイズ (パラメータ数) 1,698,435 1,695,747 1,765,363 1,902,243 1,688,835 1,688,835 10,075,410 9,572,370

固有のバイナリマスクを学習する方法である．Piggyback1
と Piggyback2の 2つのモデルを作成し，それぞれベース
ネットワークの学習に画像補完とセマンティックセグメン
テーションを使用した． Piggybackでは組み合わせ学習が
できないため，単一タスクのみの結果を比較した．
まず，提案手法とベースラインを定量的に評価した．図

8に複数の異なる画像変換タスクの学習結果，図 9に組み
合わせ学習の実行結果を示す．組み合わせ学習では，セク
ション 3.3で説明されている方法 3に従い，実験 2で使用
した画像変換タスクに対して学習を行なった．図 8および
図 9から，提案手法は，特にセマンティックセグメンテー
ションとスタイル変換のタスクにおいて，定性的にベース
ラインより優れていたと言える．
さらに，提案手法とベースラインを定量的に評価した．

定量的評価には，3つのベースライン (1)6つの単一ネッ
トワークのセット (Single)，(2)共有エンコーダとタスク
固有の ResBlocks とデコーダで構成されるネットワーク
(SharedEnc)，(3)エンコーダ部分に標準の INを使用する
FiLMベースのネットワーク（EncIn）を追加した．評価指
標には，スタイル変換を含むタスクには rechet Inception
Distance（FID），それ以外のタスクにはMean Square Error
（MSE）と Structural Similarity（SSIM）を使用した．ま
た，セマンティックセグメンテーションを含むタスクには
Intersection over Union（IoU）も使用した．表 2は，複数
の単一タスクと組み合わせタスクを学習した時の，提案手
法とベースラインの比較である．表から，提案手法は，モ
デルサイズが小さいにもかかわらず，ほぼすべてのタスク
で最高の評価スコアが得られたことがわかる．

5. おわりに
本論文では，FiLMベースの単一ネットワークを使用し

て，複数の異なる画像変換タスクとそれらの組み合わせ学
習を行った．実験から，個々のタスクの学習に加えて，作
成した組み合わせタスクの教師画像を使用した組み合わせ
学習が可能であることを示した．さらに，各タスクの中間
表現と複数のタスク間の相互表現を学習しなくても，推論
時にタスク指定ベクトルを変更することにより，これらの
タスクの目的空間を補完できることがわかった．また，提
案手法を他のベースラインと比較し，その有効性を示した．
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